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1 Einfiihrung

1.1 Statistische Modellierung

Aufgabe der Statistik ist es, auf Grund von zufilligen Beobachtungen Riick-
schliisse auf zugrundeliegende Modellparameter zu ziehen. Zur mathemati-
schen Formalisierung bendtigen wir daher zunéchst ein Beobachtungsmodell.
Wir bezeichnen daher als statistisches Modell einen Messraum (X, .%) verse-
hen mit einer Familie (Py)gco von Wahrscheinlichkeitsmafen, wobei © # &
eine beliebige Parametermenge bezeichnet. Beobachtungen in diesem Modell
sind beliebige Zufallsvariablen Y. Wie gewohnt, spielt der zugrundeliegen-
de Raum hiufig keine Rolle, und wir benutzen nur, dass die Beobachtung
Y eine von ¢ abhingige Verteilung besitzt. Sind Xj,..., X, unabhingige,
identisch verteilte Zufallsvariablen unter jedem Py, so heift (Xi,...,X,)
eine mathematische Stichprobe vom Umfang n.

Ein Schitzer J des unbekannten Parameters 9 ist eine messbare Funktion
der Beobachtungen Y, insbesondere also wiederum eine Zufallsvariable. All-
gemeiner wird ein abgeleiteter Parameter g(¢) fiir eine Funktion g geschatzt
durch eine messbare Funktion § der Beobachtungen. Wir messen den Feh-
ler dieses Schéitzers mittels einer nicht-negativen Verlustfunktion £(g,g(9))
und bezeichnen als Risiko oder weniger genau Fehler dieses Schitzers bei
Vorliegen des wahren, aber unbekannten Parameters 1 den mittleren Verlust

R(g,9) := Ey[€(g,9(9))] := /){5@(1’(%)),9(?9)) Py(dz).

Beachte, dass das Risiko eine Funktion von ¥ ist, es also im Allgemeinen sinn-
los ist, von dem besten Schitzer g im Modell zu sprechen, da fiir verschiedene
¥ € © Schitzer ganz unterschiedlich grofse Fehler besitzen konnen. Wir wer-
den Vergleichskriterien im Laufe der Vorlesung kennenlernen. Schliefslich sei
noch darauf hingewiesen, dass die gesamte Modellierung in der Statistik vor
der Datenauswertung stattfinden muss. Daten sind realisierte Beobachtun-
gen Y (x) fiir ein x € & und fiihren zu realisierten Schétzern und somit zu
konkreten Schatzwerten g(Y (x)).

1.1 Beispiel. Es sei X;,..., X, eine N(u, 1)-verteilte mathematische Stich-
probe mit unbekanntem Mittelwert 4 € R. Diese kann zum Beispiel mo-
delliert werden als Identitét auf dem Raum (R", Bgr, (N (ul, Ey))uer) mit
Einsvektor 1 = (1,1,...,1)"7 € R"™ und Einheitsmatrix E, € R™"
Das Stichprobenmittel i := %Z?:1 X; oder auch der Stichprobenmedian
i :=med(Xy,...,X,) sind natiirliche Schétzer fiir u. Allerdings ist auch ei-
ne konstante i := /3 ein zuldssiger Schétzer. Haufig wird ein quadratischer
Verlust £(x,y) := (x — y)? betrachtet, der zum quadratischen Fehler (MSE:
mean squared error) fithrt: R(fi, p) = E,[(& — p)?]. Eine einfache Rechnung
ergibt R(fi, 1) = % sowie R(fi, ) = (u — m/3)?, fiir fi sind die Ausdriicke



komplizierter. Fiir p = 7/3 ist i sicherlich der beste Schitzer, allerdings ist
er fiir die meisten anderen Werte von p sehr schlecht.

Ist der abgeleitete Parameter g(1) reellwertig, so heifit ein Schétzer g,
unverzerrt oder erwartungstreu (unbiased), falls Ey[g] = g(9) fur alle ¥ € ©
gilt. Der Bias Ey[g] — g(¥) misst die Verzerrung. Fiir den MSE ist die Bias-
Varianz-Zerlegung von grundlegender Bedeutung:

Ep[(9—9(9)*] = Ep[((9—Es[9])+(Es[9]—9(9))?] = (Eg[g] — g(9))? + Vary(g) -
quadrierter Bias Varianz

(1.1)

1.2 Parametrische und nichtparametrische Statistik

Die sogenannte parametrische Statistik betrachtet den Fall endlich-
dimensionaler Parameter, das heift © C R*. Auf Grund der differenzier-
baren Struktur des R* und einfacher Kompaktheitsargumente gibt es in
der parametrischen Statistik starke Aussagen {iber Konstruktion und Ei-
genschaften von Schétzern. Haufig wird eine asymptotische Perspektive ein-
genommen, beispielsweise der Fall wachsenden Stichprobenumfangs oder fal-
lenden Rauschniveaus. Wir erwihnen kurz ein Hauptresultat der Likelihood-
Theorie.

Es sei Xi,..., X, eine mathematische Stichprobe, die beziiglich einer
Lebesguedichte fy auf R verteilt sei mit ¥ € © C R* unbekannt. Mit
L(Y,z) := fy(x) wird die Likelihoodfunktion bezeichnet. Der Maximum-
Likelihoodschétzer ist definiert als

n n
¥y, 1= argmaxycg H L(¥, X;) = argmaxycg Z log(L(9, X;)),

i=1 =1
sofern dies wohldefiniert ist. Falls nun © eine offene Menge ist und L(¥, z)
beziiglich 9 differenzierbar ist mit Ableitung (Gradient) L(¥,x), erhalten
wir S0 L(0p, X;)/L(0n, X;) = 0 als Schitzgleichung. Mit dem Gesetz der
grofsen Zahlen und dem zentralen Grenzwertsatz kann man unter weiteren
Regularitiatsbedingungen (z.B. hoherer Differenzierbarkeitsordnung) folgen-

de Asymptotik fiir n — oo nachweisen:
Vb, —9) 2 N0, I71)), 9eco.

Dabei bezeichnet I(¥) die sogenannte Fisher-Informationsmatrix. Insbe-
sondere ist in reguldren Modellen die stochastische Konvergenzordnung
(0 — V) = Op, (n~1/?) bestmoglich. Die Rate n~'/2 ist in den meisten pa-
rametrischen Modellen vom Umfang n typisch und leitet sich aus Varianten
des (mehrdimensionalen) zentralen Grenzwertsatzes her.



In der nichtparametrischen Statistik ist die Parametermenge © unend-
lichdimensional, es wird keine einfache Parametrisierung des Modells vorge-
nommen. Hiufig ist der unbekannte Parameter die Dichte der Beobachtungen
selbst (Dichteschitzung) oder ein unbekannter funktionaler Zusammenhang.
Bei der Regression werden die Beobachtungen modelliert durch

}/z:f(xl)_{'gh izla"'a”?

mit statistischen Fehlern (e;) (meist E[g;] = 0) und deterministischen oder
zufilligen Designpunkten z; € D C R%. Lineare Regression behandelt im
einfachsten Fall lineare Regressionsfunktionen f € F ={g: D — R | g(z) =
a'r4+baecRLb e R}, wihrend in der nichtparametrischen Regression
die Funktionsklasse F aus allen Funktionen g : D — R besteht, die gewisse
allgemeine Bedingungen wie Stetigkeit, Monotonie oder Differenzierbarkeit
erfiillen. Wegen fehlender Kompaktheits- oder Differenzierbarkeitseigenschaf-
ten im Parameterraum bedarf es in der nichtparametrischen Statistik neuer
Methoden und mathematischer Analysen.

Selbst wenn es a priori gute Griinde gibt, ein parametrisches Modell anzu-
nehmen, dienen nichtparametrische Verfahren haufig dazu, Modellmisspezifi-
kationen anhand der Daten aufzudecken (goodness-of-fit-Tests). In der Praxis
gibt es immer mehr hochdimensionale Daten und Modelle, zum Beispiel in
der Bildverarbeitung, bei der Genanalyse oder dem Data-Mining. Wenn nicht
gleichzeitig enorme Stichprobenumfinge vorliegen, greift die Asymptotik der
parametrischen Statistik nicht und fast immer kommen nichtparametrische
Verfahren zum Finsatz.

Schlieflich seien noch ein paar Literaturhinweise gegeben. Zum IHin-
tergrund parametrischer Schétztheorie siehe Lehmann and Casella (1998).
Nichtparametrische Schitzmethoden und ihre mathematische Analyse wer-
den inzwischen in vielen Biichern behandelt. Zur eher praktisch orientierten
Dichteschatzung ist Silverman (1986) ein Klassiker, Wand and Jones (1995)
ein etwas aktuelleres praxisorientiertes Lehrbuch zur Kernschidtzung. Eine
umfassende Monographie zur nichtparametrischen Regression haben Gyor-
fi, Kohler, Krzyzak, and Walk (2002) vorgelegt, Hérdle (1991) behandelt
dieses Thema mit Anwendungsbezug. Der Modellwahlansatz ist umfassend
und gut aufbereitet in Massart (2007) zu finden. Aus einem Vorlesungsskript
fiir Mathematiker hervorgegangen und fiir Theorievermittlung am empfeh-
lenswertesten ist Tsybakov (2009). Eine umfassende Einfiihrung in aktuelle
nichtparametrische Methoden und inshesondere ihre Anwendungen im Ge-
biet des Statistischen Lernens gibt Hastie, Tibshirani, and Friedman (2001),
wihrend Efromovich (1999) eher breit auf unterschiedliche statistische An-
wendungen eingeht. Schlieflich sei Wasserman (2006) fiir eine breite und
aktuelle Ubersicht mit intuitiven Erklirungen (aber meist ohne Beweise)
empfohlen.



2 Dichteschiatzung

2.1 Modell und empirische Verteilung

Wir werden folgendes Modell fiir die Dichteschidtzung betrachten, das als
Grundlage fiir vielseitige Verallgemeinerungen und spezifische Anwendungen
dient.

2.1 Definition. Es sei #, := {f : RY — [0, 00) messbar| [ f = 1} die Men-
ge aller Lebesguedichten auf R?. Fiir ein unbekanntes f € .%; beobachten
wir eine Stichprobe Xi,..., X, ~ f iid. vom Umfang n. Mit Py und E;
wird die Wahrscheinlichkeit bzw. der Erwartungswert in diesem Modell be-
zeichnet. Fiir einen Schétzer fn von f werden wir meist eines der folgenden
Risiken betrachten:

Punktweises (quadratisches) Risiko: R, (fn, f) == Ef[(fu(z) — f(2))?
fiir ein = € RY,

Quadratisches Risiko (MISE): Rp(f,, f) := ]Ef[fD(fn(x) — f(x))%dx]
fiir eine messbare Teilmenge D C R? (sofern f,, f € L%(D));

Gleichmifiges Risiko: Rp oo(fn, f) == Ef[|| fu(z) — f(2)||oo(p)] fiir eine
messbare Teilmenge D C R? (sofern f,,, f € L(D)).

Grundidee jeder Dichteschitzung ist es, die empirische Verteilung von
(X1,...,X,) zu verwenden. Beachte dazu, dass im eindimensionalen Fall
d =1 die empirische Verteilungsfunktion

. 1 &

Fu(z) ==Y 1(X;<=), z€R,

(it

die wahre Verteilungsfunktion F' punktweise erwartungstreu und konsistent
schitzt: E[F), ()] = F(z) und lim,_.o Fj,(z) = F(x) gilt fast sicher fiir alle
z € R% Der » s Satz von Glivenko-Cantelli sichert sogar gleichméakige
Konvergenz lim,, o sup,cg|En(z) — F(z)| = 0 fast sicher. Dariiberhinaus
liefert der zentrale Grenzwertsatz die Konvergenzrate n=1/2: /n(E,(z) —
F(z)) - N(0,F(x)(1 — F(x)).

Wenn wir nun wissen, dass eine Dichte f existiert, so gilt natiirlich F/ = f
(ggf. im schwachen Sinn), allerdings ist der naive Ansatz f,, () := F () nicht
mdglich, da die empirische Verteilungsfunktion nicht (im Funktionensinn)

differenzierbar ist. Jedoch ist F), die Verteilungsfunktion des empirischen

Mapes
1 n
fln = ﬁ Zl 5Xi7
1=

wobei 0, das Punkt- oder Diracmaifs in z bezeichnet. Das empirische Maf
ist auch im d-dimensionalen ein wohldefiniertes zufilliges Mafs auf den Bo-
relmengen von RY. Es sei bemerkt, dass unter unserer i.i.d.-Annahme fi,



(wie auch F},) eine suffiziente Statistik ist und damit kein Informationsver-
lust beim Ubergang von den Beobachtungen Xi,..., X, zu fi, auftritt. Man
kann ji,, als Ableitung von F, im Distributionensinn interpretieren. Um je-
doch zu einem funktionswertigen Schitzer fn der Dichte f zu gelangen, muss
fin, noch geglittet werden.

2.2 Kernschitzer

2.2 Definition. Eine messbare Funktion K : R? — R mit fRd x)dr =1
heifst Kern oder Kernfunktion. Man setzt fiir einen Kern K und eine Band-
weite h > 0

Kp(z) == h¢K(h 'z), =z eRY

so dass K wiederum Kernfunktion ist. Allgemeiner, jedoch nicht
hier, werden auch regulire Bandweitenmatrizen H € R%9 sowie
Kpg(z) = |det(HY)|K(H'z) betrachtet (der skalare Fall entspricht H =
diag(h,...,h)).

Kernfunktionen werden benutzt, um das empirische Mak zu glitten.
Dies ist dieselbe Idee wie die der Diracfolgen in der Analysis. Fiir h — 0
konvergiert Kj gegen 0y in dem Sinne, dass fiir Faltungen g x Kj(x) :=
[ 9(z — y)Kp(y)dy unter Regularititsbedingungen an K und die Funktion
g:R? - R gilt

}lliir(l)g « Kp(x) = g(z) = g * do(x).

2.3 Definition. Fir einen Kern K und eine Bandweite A definiert man den
Kerndichteschatzer

Fan(@) = Kpxjin(x /Khx Y)fin(dy) = ZKhﬂf X;), zeR%

Die Abhéngigkeit von der Kernfunktion K wird in der Notation meist un-
terdriickt.
2.4 Beispiele.
(a) K(z)=1([-1/2,1/2]%)(z) ist Kern mit Kj,(z) = h=91([~h/2,h/2]%),
so dass

Fun(@ hd Z —h/2,h/2)")(@—=X;) = #{i : |X;—z| < h/2}/(nh?)

(fiir d = 1 heilt K Rechteckkern und fn,h Fensterschdatzer).

(b) Fir d =1ist K(z) = (1 — |z[)1([-1,1])(x) der Dreieckskern.



(c¢) Fiird = 1 heifst K(z) = %ﬁ(l—x2/5)1[7\/5,\/5] (x) Epanechnikov-Kern.
Dieser hat theoretisches Interesse, da der zugehorige Kernschéitzer eine

gewisse Optimalititseigenschaft besitzt, vergleiche Silverman (1986).

(d) Allgemein ist jede Wahrscheinlichkeitsdichte ein Kern, insbesondere
der Gaupkern K (z) = (2m)~%2e1#1%/2,

(e) Eindimensionale Kerne K7, ..., K4 kénnen zum d-dimensionalen Pro-
duktkern K(z) = Hle Ki(z;), = (x1,...,24) € R? kombiniert
werden.

(f) Der sinc-Kern K(x) = 74 ngl sin(x;)/x; ist ein Beispiel eines nicht
tiberall positiven (und nur uneigentlich integrierbaren, bei Null durch
K(0) = =% stetig zu ergéinzenden) Kerns, der wegen seiner Fourier-
darstellung FK(u) == [ga K (z)e®"dr = 1([—1,1]%)(u) wichtig ist.
» Usune Es gilt namlich

F fun() = F(Kp * fin)(w) = FKp(u)Ffin(v) = FK (hu)gn ()

mit der empirischen  charakteristischen  Funktion ¢n(u) =
%E?:l ¢wXi)  Daher ergibt sich beim sinc-Kern gerade der
spektrale cut-off-Schétzer:

fan(@) = F 7 (@al((=07 07 ) @),

2.5 Lemma. » usuwe Ist die Kernfunktion K eine Wahrscheinlichkeitsdichte

(d.h. nichtnegativ), so ist der Kerndichteschitzer wiederum eine Wahrschein-
lichkeitsdichte. Ist K keine Wahrscheinlichkeitsdichte, so ist max(fy,0)

stets eine Verbesserung von fn,h fiir die oben angegebenen Risiken, allerdings
ist auch dieser Schdtzer im Allgemeinen keine Wahrscheinlichkeitsdichte.

2.6 Bemerkung. Selbst im Fall des Rechteckkerns darf der Kerndichte-
schitzer nicht mit einem B vsuwe Histogramm verwechselt werden. » tsune
Verallgemeinerungen des Kernschéitzers bilden die lokalen Polynomschdtzer
sowie kNN-Schdtzer (kth nearest neighbour).

2.3 Bias-Varianz-Dilemma

Der mittlere quadratische Fehler eines Kerndichteschéitzers ldsst sich leicht
bestimmen.

2.7 Satz. Fiir den Kerndichteschdtzer fn,h gilt:
Ralfus £) = (B f = D@+ ((KE » f)(@) = (Ky = ().
Ro(Fun £) = [ (U f = Dl + 1 ((F 5 D)) = (Kn + £(@)) do.



Beweis. Nach der Bias-Varianz-Zerlegung (1.1) folgt

A~

Ef[(fun(@) = f(2))%] = (Eflfan(@) = f(2)])? + Varg(fonu(2))
= /Kh r—y )dy f( )>2+5Varf(Kh(:1:—X1))

= (K [~ (@)’ + %((Kﬁ « F)) — (K ().

Integration iiber z € D ergibt nach dem Satz von Tonelli das zweite Ergebnis.
O]

Wir wollen uns die oberen Fehlerschranken in Hinblick auf ihre Gréfen-
ordnungen anschauen. Wir beschréanken uns beispielhaft auf das punktweise
Risiko. Der Bias-Term (K}, * f — f)(z)? ist unabhingig vom Stichproben-
umfang n und konvergiert fiir h — 0 im Allgemeinen (z.B. falls f stetig bei
xz und K mit kompaktem Triger) gegen Null. Der Varianzterm hingegen ist
von der Ordnung n~! im Stichprobenumfang, und fiir hinreichend regulire
Kernfunktion K und Dichte f folgt fiir h — 0

K?x f(z)=h"1 ) K%(w) f(z — hw) dw = O(h™%),
R

wihrend K * f(x) = O(1) gilt. Uns offenbart sich das Bias-Varianz-
Dilemma: je kleiner die Bandweite h gewdhlt wird, desto unverzerrter ist
die Schitzung, desto grofer ist jedoch andererseits ihre Varianz. Dies ist
auch intuitiv einsichtig, weil der Schitzer bei kleinerem h weniger stark ge-
glattet wird, so dass zwar Details besser aufgelost werden, es aber auch zu
vermehrten Oszillationen kommt.

Die Bandweite h sollte vom Statistiker idealerweise so gewahlt werden,
dass das gesamte Risiko minimal ist:

h* := argmin, Rw(fn’h, f)- (2.1)

Betrachtet man jedoch Bias- und Varianz-Term, so stellt man fest, dass die-
se nicht nur von den bekannten Groéfken n und K, sondern auch von der
unbekannten und gerade zu schétzenden Dichtefunktion f abhdngen. Die
Bandweite h* ist also in praxi nicht bekannt und kann nur als theoretische
Messlatte dienen bei der Wahl der Bandweite durch den Statistiker. Man
nennt h* aus naheliegenden Griinden Orakel-Bandweite. Im folgenden wer-
den wir zunichst den Minimax-Ansatz zur Bandweitenwahl untersuchen.

2.4 Glattheitsklassen und asymptotisches Risiko

2.8 Lemma. Der Kern K liege in L'(RY) N L2(R?) und f sei beschrinkt
auf RY sowie stetig beixw € RY. Wahlt man eine Folge hy, — 0 mit hin — oo
fiir n — oo, so ist f,p, (x) ein konsistenter Schitzer von f(x).



Beweis. Wir wenden Satz 2.7 an und schliefen mit dominierter Konvergenz:
K, * f(x /fx—hz dz—>/f ~ f(),
thh * f(x / f(x —hp2)K(2)?dz — f(x) K(2)?dz.

Rd
Mit h;%n~! — 0 schlieken wir, dass Ry ( fn,hna f) gegen Null konvergiert. [

Dies lasst viel Freiheit fiir die asymptotische Wahl der Bandweite und
kann zu beliebig langsamer Konvergenz fiihren. Sofern die Dichtefunktion f
beliebig aus %y sein kann, haben wir jedoch keinen Ansatzpunkt fiir eine
geeignete Wahl der Bandweite h: f kann sowohl stark oszillierend als auch
von sehr geringer Variation sein. Eine natiirliche Annahme ist daher, von f
eine gewisse Regularitit vorauszusetzen. Wir beschreiben diese Vorkenntnis
durch Normschranken in Glattheitsklassen.

2.9 Definition. Setze (r) := max{m € N |m < x} mit strikter Unglei-
chung. Ist 3 € N? ein Multiindex, so bezeichnet ¢(® fiir g : R? — R die
Ableitung ng mit |G| = Zgzl B

d

Fiir o > 0 und eine offene Menge D C R? sagen wir, dass f : R — R
in C%(D) liegt, sofern f (a)-mal stetig differenzierbar auf D ist und jede
Ableitung der Ordnung 3 € N¢ mit |3| = () die Holder-Bedingung

[P (x) = fO(y)]

sup — < 00
z,yeD, xy |z — y|* @)

erfiillt. Als Hélderklasse #p(a; R, L) mit Parametern o, R, L > 0 auf D C
R? bezeichnen wir die Menge

B () — )
Sup|f( )| X R7 max sup |f ($) f (y)| < L}
xzeD 18]=(cx) z,y€ED, Y |g; _ y‘&*(@()

{rec o)

Im einfachsten Fall & < 1 und D = R? kann die Hoélderannahme direkt
zur Beschrankung des Bias-Terms verwendet werden:

|(f * K = f) \—‘/ z)) Kp(z — ¢ dﬁ‘
</LM—xWKMx—®M£
= L [l | )] .
Sofern das letzte Integral endlich ist, ergibt sich also die Ordnung O(h®) und
zwar gleichméfig iiber alle f € Jga(o; R, L). Fiir a > 1 léisst sich diese Rate

verbessern, sofern die Kernfunktion eine polynomiale Exaktheitsbedingung
erfiillt.



2.10 Definition. Ein Kern K : R? — R ist von der Ordnung m € Ny, sofern
fiir alle Multiindizes 8 € N¢ mit |8| € {1,...,m} gilt

/Rd:cﬁK(a:)dx:O (2% = a:fl--wgd).

2.11 Beispiele.

(a) K(x) = 1([-1/2,1/2]%)(z) besitzt die Ordnung 1, jedoch nicht die
Ordnung 2. Dies gilt auch fiir den Dreieckskern, den Epanechnikov-
Kern und den Gauf-Kern und allgemein fiir nichtnegative Kerne, weil
fiir sie [ 23K (x) dx stets strikt positiv ist.

(b) Der quadratische Kern K(z) = 2=1521([~1,1])(x) erfilllt [ K = 1,
[ 2?1 K (z) dz = 0 fiir m € N (aus Symmetrie) und [ 22K (z)dz = 0,
[ 2K (z)dz = 55— 12 # 0. Also ist K ein Kern der Ordnung 3. » tsuxe
Man kann allgemein zeigen, dass fiir jedes p € N genau ein Polynom
P vom Grad héchstens p existiert, so dass K (z) = P(r)1;_y (x) ein

Kern der Ordnung p ist.

(¢) Der sinc-Kern K ist eigentlich pradestiniert, als Kern beliebiger Ord-
nung (sogenannter Superkern) zu dienen, da Momente durch Ablei-
tungen bei Null im Fourierbereich berechnet werden und FK dort
konstant ist. Leider ist jedoch [2PK(x)dz nicht wohldefiniert als
Lebesgue-Integral. Ist jedoch ¢ € C*®(R%) eine Funktion mit kom-
paktem Tréger und g(0) = 1, D%g(0) = 0, |a| > 1 (ein Beispiel ist
g(x) = exp(2(1 — (2® +1)/(2* — 1)*))1_11y(z)), so gilt fiir K = F~lg
die Kerneigenschaft [ K = FK(0) = 1 sowle fiir 3] > 1

/ZEBK(:L‘) dr = (/K(:E)Dge““’@i_'mdx)

Damit ist ein solches K ein Superkern.

— i PIDSFK(0) = 0.
u=0

2.12 Bemerkung. Manchmal wird zusédtzlich die Bedingung
[lz|" K (z)|de < oo fiir einen Kern der Ordnung m gefordert. Dies
garantiert eine endliche Schranke im folgenden Lemma.

2.13 Lemma. FEs gelte f € %3Ny (a; R, L) fiir eine Umgebung U von x
und K besitze die Ordnung (a) sowie einen kompakten Trager. Dann gilt fir
hinreichend kleines h > 0

[(f * Kn = D(@)] < ALy /Iwa|K(w)\ dw.

Beweis. Wir benutzen die Taylorentwicklung um x fiir alle y in einer Kugel
BCUumzx

— )8 _ )8
) =i@+ 3 @l S o) L
1B]<(a) 18]=(a)



mit einer Zwischenstelle 7, = 2 +p(y—x), p € [0,1], und B! = Gi!--- G4!. We-
gen des kompakten Triigers von K erstreckt sich das Integral [ f(y)Kp(z —
y)dy fiir hinreichend kleines h nur tiber B. Die Kerneigenschaft [ Kj; = 1
sowie die Ordnung von K und damit von K} ergeben somit

(K= D)@ = | [ () = Fa) Ko = dy\
B on
+m§j / O, >Kh<x— ) dy|
> | L <>><y‘ﬂf>ﬁf<h<w—y>dy(
ﬁz(/ y o= 0y
Lho‘/ 2K (2) ]dzmz: ﬁ'

Die letzte Summe lasst sich exakt bestimmen {iber einen Potenzreihenan-

satz 1. Aus e"tttre = 37 P /51 folgh e = > om=0 2_|g)=m T/ Bl Da
andererseits e® = Y°%°_ 2™d™/m! gilt, ergibt ein Koeffizientenvergleich

> gl 1/ = d™ /m. 0

2.14 Bemerkung. Wie der Beweis zeigt, gilt das Resultat auch, falls K
keinen kompakten Trager besitzt, jedoch U = R betrachtet wird.

2.15 Korollar. Unter den Voraussetzungen des vorangegangenen Satzes ist
der Bias des Kerndichteschditzers von der Ordnung O(h®); genauer gilt:

B f[fon(z) — f(2)]] < CLR®
mit C = d'“ [|w]*| K (w)| dw/{o)! .

Beweis. Dies folgt unmittelbar aus der Bias-Darstellung und dem vorange-
gangenen Satz. O

Da wir die wahre Dichte f nicht kennen, aber voraussetzen, dass sie
in der Klasse #p(a; L, R) mit bekanntem «, L, R > 0 liegt, konnen wir die
Bandweite h so wihlen, dass das maximale Risiko iiber diese Klasse moglichst
klein wird (sogenannter Minimaz-Ansatz).

!Dank an Martin Wahl fiir diesen Trick!

10



2.16 Satz. Es seien a,L,R > 0, D C R offen und K € L*(R?%) ein Kern
der Ordnung («) mit kompaktem Triger. C = C(«,d, K) bezeichne die Kon-
stante aus Korollar 2.15. Fiir jedes x € D gilt bei hinreichend kleinem h > 0

sup Ro(fun f) < h*C?L2 + 0 'h ™ R| K||2..
fe€ZaNH#p(a;L,R)

Die rechte Seite wird minimal bei der Wahl

1/(20+d)
h* = <n—1(Qa)—leHK||§20—2L—2) ,

und es folgt

>2a/(2a+d) ( d/(20-+d)

s Ry(fune, /) < (0 RIK|Z,

2aC2L2d_1)
feZF4nN#p(a;L,R)

Insbesondere gilt fiir den mazimalen Fehler

sup Rx(fn hes f) = (’)(R2a/(204+d)L2d/(2a+d)n72a/(2a+d))'
fE€EFaNH#p(a;L,R) ’

Beweis. Einsetzen und Nachrechnen. O

2.17 Beispiel. Fiir Lipschitz-stetiges f und d = 1 ist das quadratische Ri-
siko von der Ordnung O(n~2/3), fiir f € C?(R) erhalten wir O(n=%/°). Im
Grenzfall o — oo kann sich O(n~!) ergeben, also die gewdhnliche parame-
trische Konvergenzrate. Dabei ist zu beachten, dass die Schranke L natiirlich
von « abhingt und nicht notwendigerweise beschrinkt bleibt.

Je grofler die Dimension d ist, desto schlechter ist die Konvergenzrate
(Fluch der Dimension, vergleiche auch Tabelle 4.2 in Silverman (1986)). Am
exakten Ergebnis kann man auch erkennen, dass der Kern K moglichst um
die Null herum konzentriert sein sollte mit kleiner L?-Norm (unter der Re-
striktion durch [ K =1 und die Ordnung (o).

Wenden wir uns dem MISE zu, so lassen sich alle Resultate iibertra-
gen durch Integration iiber das betrachtete Gebiet D. Allerdings lassen sich
fir D = R? und f, K € L?*(R?%) bessere und transparentere Abschitzun-
gen durch Ubergang in den Spektralbereich gewinnen. Hauptwerkzeug ist
dabei die Plancherel-Gleichung (vgl. Werner (2007), jedoch mit anderer 27-
Normierung)

/ | Fg(u)>du = (27r)d/ |g(z)|2dz fiir beliebiges g € L?(RY).
R4 R¢

Wendet man diese auf die Spektraldarstellung des Kerndichteschitzers an
(vergleiche Beispiel 2.4), so ergibt sich mit der charakteristischen Funktion

p(u) = F f(u)

/Rd(fn,h(l") — f(x))*dz = (2m) RdlfK(hu)sbn(u) —p()*du (2:2)

11



Aus > oane Eg[n(1)] = () und Eg[lgn(u) — o(u)[?] = n~1(1 — lp(w)]?)
erhalten wir die Bias-Varianz-Zerlegung im Spektralbereich

Rya(fu 1) = @m) ¢ (I(F K (ha) =) plFan (IF K (o) 122 |1F K (he)o]22) )

Wegen [K = 1 gilt FK(0) = 1, und wir sehen, dass der Bias-Term fiir
h — 0 gegen Null konvergiert (sofern die Vertauschung von Grenzwert und
Integral zuldissig ist). Der Varianzterm ist kleiner als n™!||FK (he)||2, =
n~th~%|FK|%; und damit wiederum von der Ordnung O(n~'h~%). Wir
fassen zusammen.

2.18 Lemma. Fiir den MISE des Kerndichteschitzers mit f, K € L? gilt
Ry (Fus ) = 20) 4 (|(FK (he)=1) 2ot 04 FE|Ro—n | FE (he) 12,

2.19 Bemerkung. Diese Abschitzung kann auch vollstdndig im Ortsbereich
hergeleitet und formuliert werden:

Rya(fans f) = 1 Kn* | = fl72 + 07 K G2 =07t [ Ky fl7.

Beachte auch hier, dass der letzte Term O(n~1) fiir n — oo und h — 0 ist
und damit eine kleinere Grofenordnung als der zweite Term besitzt.

Wihrend wir den Approximationsfehler zuvor mittels Taylorentwick-
lung abgeschétzt haben, sehen wir nun, dass dieser klein ist, wenn |p(u)]
dort klein ist, wo FK(hu) weit von 1 abweicht. Da FK stetig ist mit
limy, .40 FK(u) = 0 fiir K € L'(R) (Riemann-Lebesgue-Lemma), sollte
|o(u)| fiir w — £o00 hinreichend schnell abfallen.

2.20 Definition. Der L2-Sobolevraum der Ordnung s > 0 ist definiert als
H3(RY) := {g € L*(R%) ‘ /d(l + [ul?)¥|Fg(u)|*du < oo}
R

Dies ist ein Hilbertraum beziiglich dem Skalarprodukt

(g, h)s := /]Rd(l + |u)?)* Fg(u) Fh(u) du.

Fiir s € N kann die Sobolevnorm auch mit Hilfe schwacher Ableitungen
direkt definiert werden: es gilt f € H*(RY), wenn f s-mal schwach diffe-
renzierbar ist sowie f und alle Ableitungen quadrat-integrierbar sind. Insbe-
sondere liegt eine s-fach klassisch differenzierbare Funktion g € L*(R) mit
¢®) e L2(R) in H*(R).

2.21 Beispiel. Die Laplace-Dichte f(z) = %e*M besitzt die Fouriertrans-
formierte Ff(u) = (1 +u?)7!, so dass f in H*(R) liegt fiir alle s < 3/2.
Wegen f'(z) = —sgn(z) eIl im schwachen Sinn und f’ € L?(R) sieht man
direkt zumindest, dass f € H'(R) gilt, obgleich f ¢ C(R).

12



Folgendes Resultat ist klassisch, siche z.B. Werner (2007).

2.22 Satz (Soboleveinbettungssatz). Fir s > o + d/2 gilt H*(R?) —
C*(RY): jedes f € H*(RY) besitzt eine Version in C*(RY).

Fiir Sobolevklassen ist der Biasterm im MISE des Kerndichteschitzers
leicht abzuschétzen.

2.23 Satz. Es sei K € L' N L*(RY) ein Kern der Ordnung (s) mit FK €
CHYRY) und beschrinkten Ableitungen der Ordnung (s)+1. Fiir den MISE
des Kerndichteschitzers mit f € H*(RY) fir s > 0 gilt

Rya(fans ) < CPIFIER* + 0~ W) K][7

: _ B loo \s/((s .
mit C = (2m) 2| K|+ 1) 51— +1M$L1”+1>> /4D Piir nichi-

negative Kerne sowie d =1 und s € N ergibt sich C = %

2.24 Bemerkung. Nach der Fouriertheorie folgt FK € C®&+1(R?)
mit gleichmiiﬁig beschrinkten Ableitungen aus der Momentenbedingung
[1K (x)||z|®*! dz < oo, insbesondere also fiir Kerne mit kompaktem Triger.
P Usuxe Iin einfacherer Beweis ist moglich fiir Kerne mit kompaktem Trager
im Fourierbereich, zum Beispiel fiir den sinc-Kern.

Beweis. Die Ordnung von K impliziert im Fourierbereich FK®)(0) = 0 fiir
18] € {1,...,(s)}. Mittels Taylorentwicklung von FK um Null erhalten wir
daher

[(FK (he) — 1)F f||22
- / FE () — 120+ [uf2) = (1 + [u2)* | F ()2 du
< 12 sup |FE (hu) — 1P(1+ [uf?)~*

u€R?
) FK® o 2 o

< sup (et 5= By o e+ 1)) 2

ueR 1B]=(s)+1 '

s S —S8 ‘7:K o —S 2
= 1128 sup (1l u)MnKnmnm )

veR? 181=(s)+ o

FEO||o \25/(s)+1)

= AR (K N + 12 ( Z A HL1+1>)

1Bl=

Wir schliefsen mittels Lemma 2.18, wobei wir den letzten Summanden dort
durch Null abschitzen. Die Vereinfachung folgt aus || K||;1 = 1 fiir nichtne-
gative Kerne K durch FEinsetzen. O
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Minimieren des MISE beziiglich h ergibt die Konvergenzrate
O(anS/(2s+d)).

2.25 Korollar. Unter den Voraussetzungen und in der Notation des vorigen
Satzes gilt fir M > 0 und mit h* = (n_l(28)_ldHK||i2C'_2M_2)1/(25+d)

)23/(2s+d) ( d/(23+d).

sup Roa(fune, f) < (n—lnzcui2 23(72A12d_1>

FeFanHRY), || flls <M
Insbesondere ist fiir Sobolevballe der Ordnung s > 0 mit Radius M der ma-
zimale MISE von der Ordnung O(M?¥/(2s+d)p=25/Q2s+d)) jn n ynd M.

3 Nichtparametrische Regression

3.1 Modell und Signal in weiflem Rauschen

Regressionsmodelle sind die am h&ufigsten in Anwendungen vorkommen-
den statistischen Modellierungen. Man unterscheidet zwischen Modellen mit
deterministischem und mit zufilligem Versuchsplan oder Design. Wir be-
trachten Standardformulierungen fiir diese Modelle, es existieren vielfdltige
Verallgemeinerungen und Modifikationen.

3.1 Definition. Gegeben sei eine Stichprobe (Xj,Y;)i=1,.., von ii.d. Beob-
achtungen mit X; € D C R% Y; € R. Mit f(z) := E[Y;| X; = 2], = € D,
werde die Regressionsfunktion bezeichnet (die existieren moge), so dass dqui-
valent folgendes Modell beobachtet wird:

(X3, Y) mit V; = f(X;) +¢e, i=1,...,n,

mit (&;)i=1,..n 1i.d. und E[e; | X;] = 0. Dies ist das Regressionsmodell mit
zufilligem Versuchsplan (Design) und Ziel ist statistische Inferenz fiir die
Regressionsfunktion f. Die Y; werden als Antwortvariablen (response varia-
bles), die X; als Regressor-, Pradiktor- oder Kovariablen (regressor/predictor
variables, covariates) und die €; als Fehlervariablen (error variables) bezeich-
net.

Sind z1,...,2, € D C R? deterministisch, so wird das analoge Beobach-
tungsmodell

Yi=f(x;)+ei, i=1,...,n,

mit (€;)i=1,..n 1.1.d. und Efg;] = 0 als Regressionsmodell mit deterministi-
schem Versuchsplan (Design) bezeichnet. Die weiteren Bezeichnungen stim-
men iiberein. Ist die Regressionsfunktion f nicht endlich-dimensional para-
metrisiert, so spricht man von nichiparametrischer Regression.

Das prototypische Regressionsmodell ist gegeben durch dquidistante Be-
obachtungen auf dem Finheitsintervall und normalverteilte Fehler

Y; = f(i/n)+e;, i=1,...,n, & ~N(0,0%) iid. (3.1)
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Ein kontinuierliches Analogon dazu ist gegeben durch das Modell eines Si-
gnals in weiflem Rauschen:

o
ay; = f(t) + —=dWy, te|0,1], 3.2
L= F0) W, e [0,1] (32)
mit einer Standard-Brownschen Bewegung W (die verallgemeinerte Ablei-
tung von W wird auch weifies Rauschen genannt). Das heift, in diesem Mo-
dell beobachtet man insbesondere die Inkremente Y, — Y, = ff ft)dt +
%(Wb —W,) fiir 0 < a < b < 1. Man beobachtet also auch den Differenzen-
quotienten
_ Y., —Y._ i/n
Y, = 2 _GD/e 1)/”_n/ F(t)dt + &
1/n (i—1)/n
mit & = ov/n(Wi/, — Wi—1ym) ~ N(0,0%), i = 1,...,n iid. Besitzt das
Signal f nun eine gewisse Holderregularitidt a > 0, so gilt
3 i/n
Fm)=n [ f®)dt = f(ifm) + O )
(i—-1)/n
Insbesondere konnen wir also aus dem Signal in weiffem Rauschen das Re-
gressionsmodell approximativ zuriickgewinnen:

Y;:f@/n)—i_‘gla i=1,...,n, glNN(Oan)lld

Diese Aquivalenz im statistischen Sinn ist von Le Cam mathematisch exakt
formuliert worden und Brown and Low (1996) haben in der Tat bewiesen,
dass fiir Funktionenklassen F C #p(a; R, L) mit o > 1/2 die statistischen
Experimente generiert durch (3.1) und (3.2) asymptotisch &dquivalent sind.
Das Modell des Signals in weifem Rauschen ldsst im Allgemeinen sehr viel
transparentere Konstruktionen und Beweise zu, wie wir im folgenden noch
sehen werden.

3.2 Lokal-polynomiale Schitzer

Da wir schon einige Moglichkeiten zur Dichteschidtzung kennengelernt haben,
schauen wir zunachst, wie sich diese Ideen auf die Schétzung der Regressions-
funktion iibertragen lassen. Beachte dazu, dass wir mit der bedingten Dichte
Jy|x=2 von Y; gegeben X; = x und der gemeinsamen Dichte fx y folgende
Darstellung erhalten:

y fX,Y(fCay) Y
[ fxy(z,n)dy =

Benutzen wir nun einen Kernschitzer zur Schitzung von fxy der Form

f(z) =E[Y;| X; = o] = /R Ufyx—a () dy =

R 1<
Fxy(z,y) = > Ki (¢ = X)K} (y—Yi)
=1
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mit Kernen K%, K¥ und Bandweiten h,, h, > 0, so ergibt Einsetzen (plug-
in-Ansatz)

L K (= Xa) [ gk (y — Yi)dy
IS Kf (e —Xo) [ KY (n—Yodn
21 K (2 = X3) [yK, (y — Yi)dy
B > Ky, (z — Xi)
Da wir ein Integral beziiglich y schitzen wollen, zeigt es sich, dass Glatten

beziiglich y nicht notwendig ist und der Grenzwert fiir h, — 0 wohldefiniert
ist:

fn,hm7hy (55) =

lim ]g o (@) = EZL:1 YZK}Z (r — X;)

hy—0 " Din K (v = Xa)
Dieser Schéatzer ist auch intuitiv. Betrachte beispielsweise den Rechteckkern
(d = 1). Dann wird f(x) geschétzt durch ein lokales Mittel derjenigen Y,
deren Kovariablen X; Abstand maximal h, /2 zu x besitzen. Bei allgemeine-
ren Kernen handelt es sich um ein gewichtetes Mittel. Dies ergibt auch im
Fall eines deterministischen Designs einen sinnvollen und sehr gebriduchlichen
Kernschitzer.

3.2 Definition. Es seien K ein Kern im R? und h > 0 eine Bandweite.
Im Regressionsmodell mit deterministischem oder zufilligem Design (z;) be-

zeichnet dann "
ANW(:I;) o Zz’:l YiKp(z — ;)
i >oie Ko — ;)

den Nadaraya- Watson-Schdtzer der Regressionsfunktion f. Dieser ist wohl-
definiert fiir alle x € D mit > | Kp(z — x;) # 0.

Im Modell des Signals im weifen Rauschen definiert man analog (wegen
[ Kp(z —t)dt =1 ist der Nenner gleich Eins):

1
N (1) = / Ky — 1) dY;.
0

Eine Verallgemeinerung dieser Konstruktion ergibt sich Im Fall nicht-
negativer Kernfunktionen, wenn man den Nadaraya-Watson-Schétzer iiber
ein Minimierungsprinzip charakterisiert » tsue :

n
g){v(x) = argmin, g (Z(YZ —y)’Kp(z — mz)>
i=1
Wenn man die Kp(z — ;) als lokale Gewichte ansieht, ist der Nadaraya-
Watson-Schéatzer also die beste lokale Approximation mit der Konstanten y
an die Daten. Oft wird es sich als niitzlich erweisen, f lokal durch ein Polynom
zu approximieren, weil dies einen besseren “fit* bei glatten Funktionen f

erlaubt. Der Ubersichtlichkeit halber betrachten wir im folgenden nur den
skalaren Fall d = 1.
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3.3 Definition. Es seien K : R — R ein Kern und h > 0 eine Bandweite.
Fir m € Ny setze

P(z) := (1, 2,22, ... ,zm>T

sowie im Regressionsmodell mit deterministischem oder zufilligem Design
()
A ) n 2
U () := argming pm+1 Z (YZ — (9, P(z; — :B)>> Kp(x — ;).
i=1
Dann heift

= (@), P(0)) = (D n(2))
lokal-polynomialer Schitzer vom Grad m. Im Fall m = 0 ist dies der
Nadaraya-Watson-Schitzer, im Fall m = 1 spricht man von einem lokal-
linearen Schatzer.

FLP
wh ()

3.4 Lemma. Es gilt .
(@) = Yiwi(w)
i=1
mit lokalen Gewichten
wi(z) == n_l(B(x)_IP(xi - x))lKh(m — ),

sofern die (m + 1) x (m + 1)-Matriz
1 n
B(z) ==Y P(x; —z)P(z; — z) Kp(z — =
()= 5 3 Plas =) Ploi =)o — )

invertierbar ist.

3.5 Bemerkung. Bei einem nicht-negativen Kern K ist B(x) stets positiv-
semidefinit wegen

(B(z)v,v) =v B(z) v == Zn:(vTP(xi—x))2Kh(x—xi) >0 YoeR™!,
=1

In diesem Fall ist B(x) invertierbar genau dann, wenn B(z) strikt positiv
definit ist, was hiufig gefordert wird.

Beweis. Wir konnen 9, ;, als Minimierer der quadratischen Form

F(9) = _% SOVil0, P(wi — 2)) Kn(w — 31) + (B(2)9, 9)
=1
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schreiben. Als notwendige Bedingung erhalten wir die Normalengleichungen
2 n
0=VF(np) == > YiP(x; — 2)Kp(z — 2;) + 2B(2)0p -
i=1

Falls B(z) invertierbar ist, so folgt eindeutig

Onp =1~ Y YiB(x) " Pla; — 2)Kp(z — ;)
i=1

und damit die Behauptung. O

3.6 Beispiel. Betrachte den lokal-linearen Schétzer mit Rechteckkern
K(z)=1([-1/2,1/2])(x). Setze I, := {i : |x; — x| < h/2}. Dann gilt

~nh 2
iely nh iely (zi — ) Zielh (x; — x)

Aus der Cauchy-Schwarz-Ungleichung folgt (3°, A;)? < >, A2, 1 mit
strikter Ungleichung, wenn der Vektor (A;) nicht kollinear mit dem 1-Vektor
ist. Daher ist det(B(x)) strikt positiv, sobald es mindestens zwei verschiedene
Designpunkte x;, x; in einer h/2-Umgebung von x gibt. Wir setzen

aw) = Y- 1 (T )
J€ln Jeln J€Elp

und erhalten

-1 _ Lh Zje[h (5Uj - 37)2 - Zje[h (ij — )
Blz)™ = d(z) <_ Zjelh(xj — ) Zjelh 1 ) .

Als Gewichte w;(z) ergeben sich somit
wi(z) = d(a:)_1< S aj- ) =Y (wy - ) - x))l(z' e 1.
JE€In JEIp

Der Faktor d(z)~! fiihrt zur Normalisierung >, w;(z) = 1. Es gilt ferner
> viwi(x) = x wegen

L e aP Y — @) = 3 — @) Yy — @)’
Z(lﬁ z)wi(x) = ()

=1

=0.

Dies bedeutet, dass bei exakt linearen Daten Y; = ax;+0b, ¢ € I, der Schétzer
f’ﬁ Y(z) = ax + b erfiillt, was auch der Intention der Definition eines lokal

linearen Schétzers entspricht. Im Falle eines dquidistanten Designs x; = i/n
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auf [0,1] und fir z = k/n, k =1,...,n — 1, h < min(z,1 — z)/2 féllt der
lineare Term aus Symmetriegriinden weg: >, ;(z; — z) = 0. Es ergibt sich
wi(x) = (#1)"'1(i € I}) und damit der entsprechende Nadaraya-Watson-
Schétzer. Der lokal-lineare Schitzer hat Vorziige gegeniiber dem Nadaraya-
Watson-Schitzer, wenn das Design unregelméfig ist oder aber am Rand des
Intervalls D geschitzt werden soll. Beachte dazu auch die Fehleranalyse im
néchsten Abschnitt.

3.7 Definition. Wir fiihren die Menge aller reellen Polynome vom maxima-
len Grad m ein:

Pol,, := {RBmHZakxk‘akeR}.
k=0

3.8 Lemma. Die Gewichte w;(x) eines lokal-polynomialen Schdtzers vom
Grad m erfillen fir alle Polynome p € Pol,,

S plewi(z) = pla),
=1

sofern die Matriz B(x) invertierbar ist. Insbesondere folgl

n

sz(l‘) =1, Z(m —z)fwi(x) =0, k=1,...,m.
i=1

=1

Beweis. Wir schreiben p(z;) = > )%, p(k,i!(x) (z; — 2)F = (p, P(x; — x)) mit
p= (p(k) ()/k)k=0,...m- Damit gilt
> pleaui(e) = = 3o, Plas — ) (Ba) ™ Pla — ), P(0) Ki(ax — )
i=1 i=1
— 0T B()B(x)"LP(0) = p1.
Mit p; = p(z) folgt die Behauptung. Die Folgerung ergibt sich durch Be-
trachten des Polynoms p(y) = (z — y)* fiir festes z. O

3.3 Fehleranalyse

3.9 Definition. Im Regressionsmodell heifit jeder Schétzer der Form
n
i=1

mit Gewichten w; € R, die nur von x und vom Design (z;) abhéngen, linearer
Schdatzer. Gilt d =1 und

n

sz(:c) =1, Z(w —z)fwi(x) =0, k=1,...,m,
i=1

=1

so besitzt fn die Eigenschaft der polynomialen Reproduktion der Ordnung m.
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Im Modell des Slgnals im weifsen Rauschen ist der Nadaraya-Watson-
Schéitzer fNW fo Kp(x — t)dY; ein linearer Schitzer und besitzt die
polynomiale Reproduktlonsmdnung m (im Sinne von f T — t)kK p(x—t)dt =
0, k=1,...,m) des Kerns K. Mittels Bias-Varianz-Zerlegung und Lemma
2.13 erhalten wir fiir f € #p(«a;00, L) und m > («) direkt

E[(fa () = f(x))?)
/Khx—t (t)dt — f(x)>2+Ef /lKh(m—t) ﬁthY}
=(Kpxf—f)(z —l—/ Kp(z —t)?
< (n iy [lole1K @) dw)”+ oK R

Wir haben also dasselbe Bias-Varianz-Dilemma wie bei der Dichteschétzung,
sogar die Grofenordnung der Terme ist identisch. Insbesondere wird bei ge-
eigneter Wahl der Bandweite h die Konvergenzrate ebenfalls O(n—/(2a+1))
betragen. Im allgemeinen Regressionsmodell miissen wir zur Fehlerabschét-
zung mehr arbeiten, aber unter Bedingungen an die Gewichte werden wir
dhnliche Resultate erzielen.

3.10 Lemma. Betrachte fiir d = 1 einen linearen Schdtzer fn mat polyno-
mialer Reproduktion der Ordnung m im Regressionsmodell mit determinis-
tischem Design (x;). Es gelte o® := E[e?] < co. Dann erhalten wir fiir Bias
und Varianz:

n

Byl = fl <, it S (7e) = £(0) = putes =),

Vary () = o 3 wi(o)?
=1

3.11 Bemerkung. Bei zufilligem Design (X;) folgen die Aussagen bedingt
auf das Ereignis {X; = z;, i = 1,...,n}, also zum Beispiel

By [ful@)=f(2)] (Xi) = (2:)]| < int ‘Z wi(x)(f(xi) = f(2) = pm(zi — )|,

wobei w;(z) das Gewicht bei der Realisierung (X;) = (x;) bezeichnet. Im
folgenden werden wir nur deterministisches Design betrachten. Resultate fiir
zufélliges Design ergeben sich durch Mittelung {iber die (z;) geméfs der Ver-
teilung von (Xj;).
Beweis. Es sei py, € Pol,, mit p,,(0) = 0. Dann folgt aus der polynomialen
Reproduktion ) pm(2; — )w;(x) = 0 und somit

n

Eflfu(@)] = fl@) =Y (f(z:) = f me — z)wi(z).

i=1
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Dies impliziert die Abschétzung fiir den Betrag. Aus der i.i.d.-Verteilung der
(;) folgt

Varf(fn(x)) = ZVarf(Y;)wi(x)Q = ZVar(ei)wi(x)Q =02 Zwi(x)z.
i=1 i=1 i=1

O

Wir betrachten wiederum Holderklassen, um die Regularitdt der Re-
gressionsfunktion f zu beschreiben. Im Gegensatz zum Dichteschétzproblem
miissen wir weder fordern, dass f eine Dichte ist, noch, dass f gleichméhig
beschrénkt ist. Wir betrachten nur den eindimensionalen Fall.

3.12 Definition. Als Hélderklasse mit Parametern «, L > 0 auf I C R offen
bezeichnen wir die Menge

(@) () — )
%(O&;L) — {f c Ca(I) sup |f ($> / (y)| < L}.

zyel, xy |z — y|a7<a>

3.13 Satz. Es se: fnh(z) ein linearer Schdtzer 1m Regressionsmodell mit
d =1 und mit deterministischem Design (x;). Die Gewichte w;  (x) mdgen
fiir h > 0 und mit Konstanten C1,Cy > 0 folgende Eigenschaften erfillen:

(a) Z?:ﬂwz’,n,h(w” < Cqs
(b) Yo wipp(x)? < Cin~th™t;
(¢) winn(x) =0 fir alle i mit |x; — x| > h.

Weiterhin sei o® := E[e?] endlich sowie x € R, U(x) eine offene Umgebung
von x und a, L > 0. Reproduziert f, p(x) Polynome der Ordnung m = (a),
so gilt fiir hinreichend kleines h > 0 die obere Schranke

P C3o?

sup  E(fan(®) — f(2))%] < (Cr/mt)?L2h% +
FEH (1) (o, L) nh

Wihlt man hy, = n=1/ 2o " so ergibt sich die Rate

Sup Ef[(fnvhn (x) - f(CC))Q] = O(n_2a/(205+1))
feHMy (2 (a,L)

3.14 Bemerkung. Ein entsprechendes Resultat gilt auch fiir d > 2 mit Rate
n~20/atd) gofern in Eigenschaft (b) statt h~" der Term h~¢ gefordert wird
(was natiirlich ist).
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Beweis. Nach dem vorangegangenen Lemma und Eigenschaft (b) gilt fiir die
Varianz

2 C30”

Varf(fnh _J sznh < nh

Eine Taylorentwicklung zeigt mittels vorangegangenem Lemma und m =

(a) fiir den Biasterm (mit 7; € [z;, z] werde eine Zwischenstelle bezeichnet,
vergleich auch Lemma 2.13):

E¢[ful@) — f(@)]] < int \sz 2i) = f(@) = pm(wi — 2))|
=1
\sz (5) = £ )z — )" |
< C1LA% /m!.

Im letzten Schritt haben wir die Dreiecksungleichung, Figenschaft (a) sowie
die Abschétzungen |7;—z| < hund |z; —x| < h fiir diejenigen ¢ mit w;(x) # 0
aus Eigenschaft (c¢) verwendet. Die Bias-Varianz-Zerlegung ergibt die be-
hauptete Ungleichung und Einsetzen die angegebene Kovergenzrate. O

3.15 Beispiel. Betrachte den Nadaraya-Watson-Schitzer fTJIVXV mit nicht-
negativem und stetigem Kern K. Dann gilt

Kh(x—xi)
Win,h\T) = n 20,
(@) Zj:l Kp(z — x;)

sofern ﬁV}E/V () wohldefiniert ist. Wir erhalten

Z’wznh ’_sznh

und somit die polynomiale Reproduktion vom Grad m = 0 und Eigenschaft
(a) im vorigen Satz. Liegt der Triger von K in [—1,1], so folgt Eigenschaft
(c). Eigenschaft (b) wird impliziert, wenn

Knp(z — ;)
Z?:l Kp(z — ;)
gilt (benutze >, w? < max;w; >, w;). Fiir den Zihler gilt Kj(z — z;) <

h~!|K||o. Damit der Nenner die richtige Grokenordnung besitzt, fordern
wir ein reguldres Design, ndmlich

Winh(T) = < C3/(nh)

AC >0V el, n>1: dist(y,{z;|i=1,...n}) < C/n. (3.3)
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Beachte dabei, dass das Design von n abhéingt, wir der Kiirze halber aber z;
statt :Egn) schreiben. Aus K > 0 und [ K =1 folgt mit einem Stetigkeitsar-
gument, dass es ein offenes Intervall (A4, B) und € > 0 gibt mit K(z) > ¢ fiir
x € (A, B). Wir schliefen

n

h(B—-A
S K-> Y hlespiMEoA)
j=1 j:hA<z—2x;<hB

so dass wir C2 = 2C||K||eo/(e(B — A)) withlen kénnen. Zusammenfassend
erhalten wir die Aussage, dass die Risikoabschéitzung im vorangegangenen
Satz fiir den Nadaraya-Watson-Schétzer gilt, sofern der Kern K stetig ist
und Tréger in [—1,1] besitzt und das Design regulér ist im Sinne von (3.3).
Da nur Konstanten reproduziert werden, gilt dies jedoch nur fiir Hélderregu-
laritdt o < 1. Wie wir gesehen haben, fillt der Nadaraya-Watson-Schéitzer
manchmal mit dem lokal linearen Schitzer zusammen (beim Rechteckkern
und bei dquidistantem Design). In diesem Fall gilt das Resultat sogar fiir
alle a < 2. Beachte auch, dass nicht-negative Gewichte maximal lineare Po-
lynome reproduzieren kdnnen, genauso wie nicht-negative Kerne maximal
die Ordnung 1 besitzen.

Man kann die Bedingungen im vorigen Satz asymptotisch auch fiir all-
gemeine lokal-polynomiale Schitzer und regulires Design nachweisen. Dar-
iiberhinaus erhélt man analog zum Dichteschétzproblem Abschédtzungen des
MISE fiir Sobolevklassen. All dies wird im Buch von Tsybakov (2004) um-
fassend dargestellt. Viele praktische Aspekte beim Einsatz lokaler Polynome
werden von Fan and Gijbels (1996) und Hastie, Tibshirani, and Friedman
(2001) diskutiert.

3.4 Projektionsschitzer

Eine weitere wichtige Methode zum Schétzen der Regressionsfunktion f
(und der Dichtefunktion, s.u.) ist es, diese durch eine Linearkombination
f= Zi(:l crpr von Funktionen (¢g)k=1,. x zu approximieren und die Ko-
effizienten (c)g=1,. .k C RE (parametrisch) zu schétzen. Mit wachsender
Anzahl n von Beobachtungen wird man auch K grofer wahlen, so dass der
Approximationsfehler asymptotisch klein wird. Die Auswahl der Funktionen-
familie (¢ ) liegt in der Hand des Statistikers und sollte méglichst so gewahlt
werden, dass die unbekannte Funktion f gut approximiert wird. Aktuell wer-
den dazu haufig sehr umfangreiche Familien betrachtet, jedoch mit der For-
derung, dass nur wenige Koeffizienten (cx) ungleich Null sind (dictionaries
(¢r) und sparse representations (ci)). Besonders einfach in Durchfithrung
und Analyse ist jedoch die Schétzung, wenn (¢g)g=1,.. , ein Orthonormal-
system beziiglich dem empirischen Skalarprodukt

(oribhn = D olaib(a)
=1
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bilden, weil dann ein Kleinster-Quadrate-Schitzer bei orthogonalem Design
verwendet werden kann (beachte, dass jede Basis mittels Gram-Schmids-
Verfahren orthonormalisiert werden kann).

3.16 Definition. Im Regressionsmodell sei (pp)g=1,. k, 1 < K < n, ein
Orthonormalsystem von Funktionen in L?(D, ||e||,,). Dann heift

K

. . o 1<
fok(z) =) érpr(x) mit & = - ZYzSOk(IEz)
k=1 i=1

Orthogonalreihen- oder Projektionsschdtzer von f.
3.17 Bemerkung. Basisunabhingig kann fn,K als Orthogonalprojektion
Py von (Y;)i=1,.. n auf den von (i (z;))i=1,..n, k = 1,..., K, aufgespannten

K-dimensionalen Unterraum aufgefasst werden. Die Werte fn K (z) fir z #
x; ergeben sich durch die Werte von ¢ dort.

Im Modell des Signals in weifem Rauschen ist das Design gewissermafen
kontinuierlich und gleichméfig auf [0, 1], so dass der Projektionsschétzer fiir
ein Orthogonalsystem (¢g)k=1,. x, K € N, von L%*([0,1]) gegeben ist durch

A K l
frg(@) = trpr(x), & 3:/ or(t) dYy.
k=1 0

Im Folgenraummodell der empirischen Koeffizienten verfiigen wir daher unter
der Annahme f € L2([0, 1]) #quivalent iiber die Beobachtungen

Cpi=ckpt+ek, k=1,...,K, mit ¢y := (f, pr), €x ~ N(O,O’Q/n) iid.
Die Abschitzung des MISE ist hier besonders einfach (beachte Pxf =
Zle frer und benutze Orthogonalitét):

K

2
N R o
By [Ifnsc—1 3] = By [ S (@—e) +1Picf~ 13 = 1f~Pic fIa+ T K.
k=1

Diesmal ergibt sich das Bias-Varianz-Dilemma in der Wahl von K. Je grofer

die Dimension K des Ansatzraumes ist, desto kleiner ist der Approximati-
2

onsfehler || f — Px f||3,, desto gréRer jedoch die Varianz Z- K.

3.18 Lemma. Es seien me der Projektionsschdtzer im Regressionsmodell
mit deterministischem Design, f € L*(D) und o* := E[e?] < oo. Dann gilt
folgende Bias-Varianz-Zerlegung fiir f,, i in der empirischen Norm:

Eflll foxc — 12 = IIf = Prcf|2 + 0*Kn ",

wobei Px die Orthogonalprojektion auf span(p1,...,pK) beziglich dem em-
pirischen Skalarprodukt bezeichnet.
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Im Regressionsmodell mit zufilligem Design, f € L?(D) und o*(z) :=
Vary(V; | X; = 2) < o0 PXi-f.s. ergibt sich entsprechend

Bylll foic = SR = EfllF = PrcIR)+ — > Bplo® (Xi) R (X0)):

Beweis. Bei deterministischem Design erweitern wir (¢)1<r<k im Fall K <
n zu einer Orthonormalbasis (¢k)k=1,. » von L*(D, ||s|,) und erhalten

Byl foic = fI7)

=Ey [;(fn,K — 9%)3}
Efl(fax — Frou)al+ Y Efl(f,0n)2)

K
k=1 k=K+1
K

1 & =
= Var; (—ZYzSOk:(ﬂCz) + Z <fa90k>721
k=1 i=1 k=K+1
K 0_2
= IIf = Prcflla+ Y —lexlly
k=1
2

o
=|f - Pxfl? +K;-

Bei zufilligem Design erhalten wir zunéchst durch Bedingung auf das Design
K n
Eflllfnic — Fla | (X)) = If = P £l + 3 Zvarf(yz'@k(Xi) | Xi).
i=1

Integrieren iiber die Verteilung von X; liefert

K

Efll fue — 73] = 417 — Pief 2]+~ D0 Bylo?(X)e} (X))
k=1

3.19 Bemerkungen.

(a) Fir K = n interpolieren wir nur die Daten: der Biasterm ist gleich
Null, aber der Varianzterm gleich 2. Fiir kleine Werte von K kann
man dieses Resultat auch als Quantifizierung einer moglichen Modell-
misspezifikation lesen. Setzen wir beispielsweise eine lineare Regressi-
onsgerade an, so schitzen wir im Prinzip die beste lineare Approxima-
tion an unsere allgemeine Regressionsfunktion, und der entsprechende
Approximationsfehler erscheint im Risiko.
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(b)

Beachte, dass bei all diesen Rechnungen die empirische Norm die natiir-
liche Verlustfunktion bezeichnet, da die Schitzung durch Orthogonal-
projektion in dieser Geometrie erfolgt. Im Fall von zufélligem Design ist
dann jedoch sowohl der empirische Verlust als auch die Projektion zu-
fallig. Es wird eine starke gleichmékige Konzentrationseigenschaft der
durch die empirische Verteilung von n bestimmten Norm ||e||,, um die
durch die wahre Verteilung der (X;) bestimmte Norm |[e||x benétigt,
um den sogenannten Vorhersagefehler (prediction error) || fn x — %
zu kontrollieren, vergleiche Kapitel 11 in Gyorfi, Kohler, Krzyzak, and
Walk (2002).

Ein wesentlicher Vorteil der Projektionsschiatzung ist es, dass fiir das
entsprechende Anwendungsproblem mafigeschneiderte Basisfunktionen ver-
wendet werden kénnen. Um die Ergebnisse mit den Kernmethoden zu ver-
gleichen, betrachten wir hier nur den wichtigen Fall reguldrer Funktionen f,
die auf klassische Approximationstheorie fithren.

3.20 Definition. Es sei (Vi)g>1 € L*(D), D € R% eine Folge endlich-
dimensionaler Unterrdume mit wachsender Dimension di := dim(Vk) T co.
Diese heiken Approzimationsrdume der Ordnung m, falls fiir alle K > 1,
feH#p(s,L), s <m+ 1, mit einer Konstanten Cs > 0 gilt

. —s/d
If = P fllpe = inf ||f — frllpe < CuLdi®.
freEVK

3.21 Bemerkungen.

(a)

(b)

Beachte, dass das Infimum gerade von der Orthogonalprojektion Py, f
von f auf Vi angenommen wird.

Ungleichungen dieser Art heifen auch direkte Ungleichungen oder
Jackson-Ungleichungen. Sie geben die Approximationsgiite von Un-
terrdumen wie C*(D) durch endliche Unterrdume an. Dies kann in
den allgemeinen Zusammenhang mit Entropiezahlen kompakter Men-
gen eingeordnet werden.

Da wir die L?-Norm als Verlust betrachten, ist im obigen Beispiel der
L2-Sobolevraum H*(D) und nicht C*(D) die natiirliche (und beste)
Wahl. Wir verzichten hier jedoch auf die Theorie der Sobolevridume
auf Teilmengen des RY.

3.22 Beispiele.

(a)

Es sei D = [0,1] und Vx := {¢ : [0,1]] — Ry =
25:1 cm1{(m-1)/K,m/K)} der Raum der stiickweise konstanten Funk-
tionen. Dann gilt fiir f € (s, L), s < 1

K m/K 1/K
> / (f(@) — f(m/K))%dz < K / L2226\ dy < LPK%.
( 0

m—1 " (m—1)/K
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Damit besitzen (V) x>1 die Approximationsordnung m = 0. Eine gro-
fsere Approximationsordnung ist nicht zu erwarten, selbst eine lineare
Funktion wird nur mit einem Fehler der Ordnung K~ stiickweise kon-
stant approximiert. Durch ¢ = 1y 1), ¥k = 2j/2(1[k2—j’(k+1/2)2—j) -
1((k+1/2)2—j,(k+1)2—j)), j = 1, k= 0, cee ,2j - 1, wird eine Orthonor-
malbasis der geschachtelten Vi mit K = 2/ definiert, die bekannte
Haarbasis. Man nennt die v;;, auch Haar- Wavelets.

Es sei D = [0,1] und Vg = {p : [0,1]] — Rl|p =
> et xyd CmLi(m-1)/Km/K) }» wobei [(m — 1)/K,m/K) C R? die
entsprechenden Wiirfel bezeichnet (interpretiere 1 = (1,...,1)). Dann
gilt fiir f € ] ja(s, L), s < 1t

>

(f(z) — f(m/K))*dz < L*K~%.
me{l,....K}d )

/[(ml)/K,m/K

Wegen dig = K% besitzen (Vk)k>1 in Dimension d > 2 ebenfalls die
Approximationsordnung m = 0.

Betrachte in L2([0,1]) die Splinerdume der Ordnung M € N

Vi = {p e CMY0,1])|Vm=1,...,K :
@l((m—1)/K,m/K] ist Polynom vom Grad < M}

und die Rdume der stiickweisen Polynome vom Grad M € N

Wi :={p € L*([0,1]) |[¥Ym =1,...,K :
@li(m—1)/K,m/K] ist Polynom vom Grad < M}

Es gilt natiirlich Vg C Wgk. Da jedes ¢ € Wy durch die Werte
om/K), o' (m/K—=),...,oM(m/K~-) an den Knoten m/K eindeu-
tig festgelegt ist, gilt in beiden Féllen dx = O(K). Eine Taylorent-
wicklung der allgemeinen Funktion f € C*([0,1]) mit s < m + 1 um
die Knotenpunkte zeigt (vergleiche z.B. Lemma 3.10), dass die Radume
Wik der stiickweisen Polynome vom Grad M auch die Approximati-
onsordnung M besitzen. Dasselbe gilt auch fiir die Splinerdume Vi,
der Nachweis ist jedoch etwas aufwandiger, siehe z.B. De Boor (2001).
Spline-Ansatzfunktionen im Mehrdimensionalen werden im Rahmen
der finiten Elemente behandelt und besitzen analoge Approximations-
eigenschaften.

Weitere Beispiele von Approximationsraumen werden durch Basisfunk-
tionen definiert, wie z.B. Polynome, stiickweise Polynome oder trigo-
nometrische Polynome (vergleiche dazu Definition 3.31).

27



Im Modell des Signals im weifen Rauschen erhalten wir bei Funktio-
nen f € C¥(D) und Projektionsschétzern auf entsprechende Approximati-
onsrdume unmittelbar die Abschéitzung, dass der MISE von der Ordnung
O(d;fs/d + o?n~ldy) ist, also bei optimaler Wahl der Dimension dgx von
der Ordnung O (n—25/(2s+d)),

3.23 Satz. Es sei me der Projektionsschdtzer im Regressionsmodell mit
dquidistantem Design in D = [0,1]¢ auf Approzimationsriume (Vi) mit
Approzimationsordnung m. Mit dx = dim(Vk) gelte fir olle K > 1, f €
HDp(s,L), 1 < s<m+ 1, mit einer Konstanten Cl, > 1

I(f = Prcf)lloo < CLLAR1/.

Im Fall 0% := E[¢?] < oo gilt dann folgende Abschitzung des Risikos in
empirischer Norm:

sup Byl fie — fIZ] < C2L2d7N (1 + O(CR(dic fn))) + odgen ™
fe€H#D(s,L)

Unter Vernachlissigung des Terms O(C™?(dg/n)Y%) ergibt Optimierung in
der Dimension (so der Wert angenommen wird)

)

. 2sC2L%n\ d/(2s+d)
d ’_( o2d )

und wir erhalten

25 +d <02>28/(28+d) y

sup Byl fuxc — IR < =5
fE%D(S,L) S
y (230§L2>d/(28+d)

d

Beweis. Nach dem vorangegangenen Lemma reicht es, den Bias || f — Pk f||n
abzuschétzen:

|1 = PicfIE = 1 = Prc I3

=\Z

me{l,...,nl/d}d
< Vdn Y ((f = P £)?) oo
< 2Vdn V| f — P fllsoll(f = Picf) lloo-

Ist die Funktion |f — Pk f| minimal bei x,, € D, so gilt

n

(1 + O(anS/(sterQ))).

/ ((F = Prcf)m/n 9 — (f — Pref)(w)?) da
[(m—1)/n1/d,m/nt/d)

sup|(f — Pr f)(@)| = |(f = Pr f)(@m) +/ (f = P f) (zm + t(z — 2)) dt

1
xzeD 0
<Nf = Prfllze +11(f = P f)'lloo-
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Die Approximationseigenschaft der (Vi) und die zusétzliche Annahme an
(Vi) liefern daher

If — P2 < C2L2d > 4 2V/dLA(CC! + CPyn~ Mg 2=/
= C32L2d;<2s/d(1 + O(C’g2(dK/n>1/d))

Dies ergibt die angegebene Risikoabschitzung, das Risiko fiir dj- folgt durch
Einsetzen. O

3.24 Beispiel. Die Annahme an die Ableitung von f— P ist fiir die gewdhn-
lichen Approximationsrdume erfiillt, so sie aus differenzierbaren Funktionen
bestehen. Betrachte beispielsweise die Raume Wi der stiickweisen Polynome
vom Grad M. Dort erfiillt das Taylorpolynom fx M-ten Grades von f € C¥,
s > M, bei einem zg € D gerade, dass fj das Taylorpolynom (M — 1)-ten
Grades an f’ € C*~!ist. Die Standardabschiitzungen implizieren dann direkt
die Annahme.

3.5 Weitere Schiatzmethoden

Eine weitere wichtige Schitzidee im Regressionsmodell beruht auf einer pena-
lisierten Kleinste-Quadrate-Schétzung:

n
fu += argmingeg (D_[¥: — g(ws) + Pen(g) )
=1

mit einem geeigneten Strafterm (penalty) Pen(g) und Optimierung iiber ei-
ne geeignete Funktionenklasse G. Die Idee ist, einen Schétzer zu konstruie-
ren, der die Daten gut approximiert und gleichzeitig addquate Eigenschaften
besitzt. Beispielsweise wird eine kleine Norm in einer Glattheitsklasse von
Funktionen erreicht durch einen roughness penalty Pen(g) = X [ g™ (x)%dx
mit A > 0,m € N. Im skalaren Fall und mit G = C™(D) ergibt sich als
Schétzer dann eine Spline-Funktion mit Knoten (z;) vom Grad 2m — 1, ein
sogenannter smoothing spline. Diese Schitzmethode ist in der Praxis oft sehr
erfolgreich, zumindest bei guter Wahl von A. Die Fehleranalyse bedarf an-
spruchsvoller Entropiemethoden. Wir verweisen auf Hastie, Tibshirani, and
Friedman (2001) und Gyorfi, Kohler, Krzyzak, and Walk (2002) fiir die De-
tails.

3.6 Ubertragung auf Dichteschitzung

Natiirlich lassen sich analog auch Projektionsschétzer im Dichteschétzpro-
blem konstruieren. Im Detail ergeben sich andere Eigenschaften, aber im
Grofen und Ganzen ist die Theorie die gleiche.
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3.25 Definition. Betrachte das Schitzproblem auf einer offenen Teilmenge
D C R? und setze f|p € L?(D) voraus. Es sei Sx C L?(D) N C(D) ein
K-dimensionaler linearer Unterraum und 1, ... @ bezeichne eine L?(D)-
Orthonormalbasis von Sk . Dann ist der Projektionsschétzer auf Sk, basie-
rend auf den Beobachtungen X1, ..., X,, definiert als

K

P (@) =3 {fin, r)pr(x) ( Zgok ))era), weD.

k=1 =1

3.26 Lemma. Es gilt fn,K € Sk sowie f(p(ac)an( dr = [ p(z)fin(dz)
fiir alle ¢ € Sk . Diese Eigenschaften charakterisieren me unabhdngig von
der Wahl der Orthonormalbasis (pm)-

3.27 Bemerkung. Wire ji,, eine L2-Funktion, so wire der Projektions-
schitzer einfach die Orthogonalprojektion auf Sk und damit offensichtlich
unabhingig von der Basiswahl.

Beweis. Als Linearkombination der ¢y, liegt fn, K offensichtlich in Sk . Ein-
setzen und die Darstellung ¢ = >, (¢, ¥r) @i ergeben

/D o (@) fo () dx = i (% i S%(Xz‘)> (0, k) L2(D)

k=1 =1
= % D (X
=1
— / () in(d).
D

Jede Funktion g in Sk mit [ p(z)g(z)dz = [o(z)in d:z:) fiir alle p € Sk

erfiillt auch fgo(x)(an(x) — g(x))dx = 0, so dass (fn,K( x) —g(z)) L2
Sk und somit an(iL') — g(x) = 0 gilt. Also ist fn,K eindeutig durch diese
Eigenschaften festgelegt. O

3.28 Satz. Es sei f|p € L?(D). Dann gilt folgende Bias-Varianz-Zerlegung
fiir fnrc in L?(D):

RoFuic,£) = 1f~Psi Aoyt ([ Zsok v) do—||Ps,c F 32 )

wobei Ps,. : L*(D) — Sk die L*-Orthogonalprojektion auf Sk bezeichnet
und kurz f fir die Einschrankung f|p steht.
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Beweis. Wir erweitern (pr)i1<k<i zu einer Orthonormalbasis (¢g)r>1 von
L?(D) und erhalten mit der Parsevalgleichung fiir RD(fn K, f):

Ey [ /D (fore (z) — f(z))de}

) k=1 A N
= ZEfon’K — f, (,Ok>%2(D)] + Z Ef[<f7 @k>%2(D)]
k=1 h=K+1
K o0
= ZVarf(<fn,K,<Pk>L2(D))+ Z {f; 90k>%2(D)
k=1 k=K+1
K
=y /D on()2 () d — ( /D or(x) () dz) )+ 1 ~ Py flBa)

i
I

= 1f = Poi Pl +07( | Zsok v)di || Ps, T ).

O]

Wiederum sehen wir das Bias-Varianz-Dilemma, sofern wir als Parameter
die Dimension K von Sk asymptotisch wachsen lassen. Sofern die Approxi-
mationsrdume aufsteigend sind, also Sk C Sk gilt, und UK>1 Sk dicht in
L*(D) liegt, konvergiert der Biasterm ||f — Ps, f|l12(p) fiir K — oo gegen
Null. Der Varianzterm wird dominiert von n=" [}, fo:l or(r)?f(z) dr und
wegen [ 2 =1 sowie f > 0 ist dieser Term von der Ordnung Kn™!, sofern
f beschrénkt ist. Halten wir dies als Konsistenzaussage fest.

3.29 Satz. Der Projektionsschdtzer men ist konsistent in L?(D), falls f
beschrinkt ist, Sk, C Sk,+1 fir alle n > 1 gilt, U~ Sk, dicht in L?*(D)

liegt und K,, — oo fiir n — oo gilt mit K,,/n — 0.

3.30 Bemerkung. Fiir unbeschrinkte Dichten f kann der Varianzterm
durch n~!sup,¢p Zszl or(x)? abgeschitzt werden. Falls K so langsam mit
n wichst, dass dieser Term gegen Null konvergiert, bleibt das Konsistenzre-
sultat fiir allgemeine Dichten in L?(D) giiltig.

Wie wir sehen, ist der Biasterm allgemein durch den Approximations-
fehler ||f — Ps, fH r2(p) gegeben, und es ist Aufgabe des Statistikers, gute
endlich-dimensionale Approx1mat10nsraume Sk fiir die Dichte f zu finden.
Fiir Glattheitsklassen steht das Instrumentarium der numerischen Analysis
und Approximationstheorie zur Verfiigung mit Splines, finiten Elementen
oder Wayvelets. Einfacher sind Ansatzrdume mit Polynomen oder trigonome-
trischen Funktionen. Wir beschrénken uns hier auf eine Anwendung mit der
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Fourierbasis ¢y (z) = 2™ im komplex-wertigen Funktionenraum L?([0, 1]).

Genauer werden Projektionsschétzer im Rahmen von Regressionsproblemen
untersucht werden.

3.31 Definition. Der periodische L?-Sobolevraum der Ordnung s > 0 auf
[0, 1] ist definiert als

15,,(0,1]) := {1 € (0.1 | 320+ BPI0 ond ol < 0.

kEZ

Wir definieren (fiir diese Vorlesung) die entsprechende Sobolevnorm

170 == (Do + B onrzqonpl?)

kEZ

1/2

Man kann wiederum zeigen, dass flir s € N genau die s-mal schwach
differenzierbaren Funktionen f mit quadrat-integrierbaren Ableitungen in
H,..([0,1]) liegen, wobei am Intervallrand die Argumente modulo 1 genom-
men werden. Fiir ungerade K € N setze

Sk :=span(pg, k= —(K —1)/2,..., (K —1)/2).

Fiir Dichten f in H,,,([0,1]) erhalten wir so die Biasabschétzung

If = Psc ey = D, Kfren)l

K>(K+1)/2
< (14 (K + D2/ flls.,
_ O(K—2S)

Wegen [|or]lco < 1 ist der Varianzterm von der Ordnung O(n~'K). Wihlt
man K = |n'/(®5t1)| was raten-asymptotisch optimal ist, so ergibt sich
fir f € H,,,.([0,1]) ein MISE des Projektionsschétzers von der Ordnung
O(n=2s/(2s+d)) Diese Rate gilt gleichmifig iiber die Sobolevklasse

{f eRnHL(0.10)] X+ o0l < R
kEZ

fiir jedes feste R > 0. Die Konvergenzrate ist dieselbe wie fiir Dichten f in
H*(R) und Kerndichteschétzer.

Mit der d-dimensionalen Fourierbasis erzielt man die Konvergenzrate
O(n=2s/(2std)y des MISE fiir Funktionen in Sobolevklassen der Ordnung
s > 0. Andere Schiatzmethoden liefern im wesentlichen dieselbe Konvergenz-
rate. Dies fiihrt auf die spannende Frage, ob diese Konvergenzrate universell
ist in dem Sinne, dass keine Folge von Schitzern asymptotisch einen gerin-
geren MISE aufweisen kann. Wenn man bedenkt, dass Schétzer beliebige
messbare Funktionen der Beobachtungen sind, ist es bemerkenswert, dass
man in der Tat eine solche untere Schranke in vielen Situationen beweisen
kann.
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4 Untere Schranken

4.1 Allgemeine Strategie

Wir haben gesehen, dass Kerndichte- und Projektionsschétzer bei geeigneter
Bandweitenwahl fiir punktweises und L?-Risiko mit gewissen Raten gegen
die wahre Dichte f konvergieren. Ziel ist es nun, zu zeigen, dass diese Raten
optimal sind. Dazu mache man sich zun#chst klar, dass es keinen Sinn ergibt,
das Risiko fiir eine feste Dichte f von unten abzuschétzen: dann besitzt der
konstante Schéatzer fn := f das Risiko Null. Ein Standardansatz ist daher,
das maximale Risiko iiber eine feste Parametermenge zu betrachten. Dafiir
kénnen in der Tat untere Schranken hergeleitet werden.

Die Strategie fiir den Beweis unterer Schranken beruht stets auf densel-
ben Konzepten. Zunéchst ist eine Klasse ¢ von Parametern (Funktionen)
f vorgegeben. Zu jedem f € ¢ bezeichne Py,, die Verteilung der Beobach-
tungen im n-ten Modell (z.B. n i.i.d. Beobachtungen gemé&f einem P¢). Das
Risiko ergibt sich als Erwartungswert iiber eine (Semi-)Metrik d und wir be-
trachten fiir jeden Schétzer fn in Modell n das maximale quadratische Risiko
iiber ¢:

R?f(fn) ‘= sup Ef,n[d(fm f)Q}

fev
Bislang haben wir dieses Risiko fiir bestimmte Schitzer und Holder- bzw.
Sobolevklassen von oben abgeschitzt. Nun wollen wir eine untere Schranke
fiir dieses Risiko fiir beliebige Schitzer beweisen.

4.1 Definition. Es sei (vy),>1 eine Nullfolge und es gebe Schétzer fn im
n-ten Modell, so dass

lim sup v;Q sup Efm[d(fn, f)Q] < 00

n—00 few

gilt. Dann heift (vy,) optimale Konvergenzrate im Minimaxsinn iiber ¢, falls
gleichzeitig

lim inf v, 2inf sup E s, [d(Jp, £)?] > 0

n—00 I fEY
gilt, wobei sich das Infimum iiber alle Schétzer (d.h. messbaren Funktionen)
¥, in Modell n erstreckt.

4.2 Bemerkung. Wir betrachten hier den quadrierten Abstand, natiirlich
sind aber auch andere Momente oder Funktionen des Abstands denkbar und
gebréuchlich. Man beachte, dass die optimale Konvergenzrate nur die Ord-
nung angibt, in diesem Sinne also v, = n~%/@*tD und o/, = 7T~/ (2s+1)
gleichbedeutend sind, wihrend v/ = (n/logn)~%/(25*1) eine langsamere Kon-
vergenzrate angibt. Sind wir auch an asymptotischen Konstanten interessiert
(den Grenzwerten), so wird die Situation um einiges schwieriger. In gewissen
Féllen konnen sogenannte Pinsker-Konstanten nachgewiesen werden, verglei-

che Tsybakov (2004).
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Wir diskutieren nun, wie der Nachweis einer unteren Schranke auf ein
Testproblem reduziert werden kann, und geben in diesem allgemeinen Rah-
men bereits untere Schranken an.

Beachte zunéchst, dass es ausreicht, untere Schranken fiir die stochasti-
sche Konvergenz nachzuweisen. Wegen

Va>0: v, 2Esu[d(Dn, )] = ®Ppu(d(Dn, f) = avy)
geniigt es fiir ein o > 0 folgende Asymptotik nachzuweisen:

lim inf inf sup Py, (d(J,, f) = avy,) > 0.

n—oo g, fed

Die Reduktion auf ein Testproblem besteht nun darin, eine endliche Teil-
menge {f1,..., fa} C ¥ zu betrachten, mit

Vi # 1 d(fr, fi) > 2a0,.

Damit erhalten wir fiir jeden Schétzer O

Sup ]P)f,n( (1971’ f) O‘Un) 2 . max ]P)f},n(d(ﬂnv f]) 2 Oﬂ}n)
fev j=1,...M
> j:ril,a},{M Pfjm(l/};; #7);

wobei 1y, = argmin;_; d(D,, fj) den auf ¥, beruhenden Minimum-
Distanz-Test zwischen den M Hypothesen H; : f = f; bezeichnet. Kénnen
wir nun nachweisen, dass

lim inf inf max, IP’fw (Yn, # J) >

n—oo wn ] 17 7

gilt fiir alle Tests v, in Modell n, so folgt insbesondere die untere Schranke
fiir das Schétzproblem.

4.3 Satz. FEs seien Py, ..., Py Wahrscheinlichkeitsmafe auf (X,.%), die be-
ziiglich einem Maf p absolut-stetig sind mit Dichten p1,...,py (man kann
2.B. stets p = Eﬁl P; betrachten). Dann gilt fir jeden Test ¢ : X —
{1,..., M} zwischen den M Hypothesen

-----

1 M
A0 g LA A 21 g [ et

Beweis. Die erste Ungleichung gilt, weil der Durchschnitt stets kleiner oder
gleich dem Maximum ist. Fiir die zweite Ungleichung beachte

§p¢¢J_y_z/ 7) = )py (@) p(da)

-ﬂ—/ U(e) = J)pi(a)) uld).
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Nun beachte, dass der letzte Integrand maximal gleich max; p;(x) ist, so dass

max Pj(¢ # j) > 1—/ max pj ) p(dx)

Jj=1...M Jj=1,...M

folgt, wie behauptet. O

Verwenden wir diesen Satz, so erhalten wir insgesamt die Abschétzung

inf sup v,, 2 Efm[d(@n,f)Q] > o? (1 - max pin(T )un(daﬁ)>,

b, fe9 My Jx 5=1, M
wobei wir auf der rechten Seite die mdogliche Abhéngigkeit von n der Gro-
llen angeben. Beachte, dass wir bereits einen groffen Schritt gemacht haben,
indem auf der rechten Seite kein Infimum mehr erscheint. Es bleibt, das
Integral moglichst gut abzuschitzen, wozu wir im folgenden Abstandsma-
fse fiilr Wahrscheinlichkeiten untersuchen werden. Beachte, dass die grofte
Herausforderung ist, die endliche Teilmenge fi,,..., fa, n a priori so ge-
schickt zu wahlen, dass obige Ungleichungen nicht zu Verlusten in der Rate
filhren. Im Bayesschen Sinne sollte die Gleichverteilung auf fi,,..., fa,
zu einer ungilinstigsten a priori-Verteilung im Modell n fithren (zumindest
approximativ).

4.4 Definition. Fiir zwei Make p und v auf (X, %) ist der Totalvariations-
Abstand gegeben durch
I = vllzy = sup [u(A) - v(A)].
AeF

4.5 Bemerkung. Die Totalvariationsnorm || u||7v := sup 4 #|1(A)] ist eine
Norm im Raum aller endlichen signierten Mafe und spielt eine grofse Rolle
in Maftheorie und Funktionalanalysis, sieche z.B. Elstrodt (2007), Werner
(2007).

4.6 Lemma. Es seien P und Q Wahrscheinlichkeitsmafe auf (X, %) mit
Dichten p und q beziiglich einem Maf w. Dann gilt:
(a) 0 < [[P=-Qflrv <1

(0) IP=Qllrv = 3 [[p(z) — a(2)| nldz) = [ max(p(z), 4(x)) p(dw) —

Beweis. Teil (a) folgt direkt aus der Definition wegen P(X) = Q(X) = 1.

Wegen |A— B| = 2max(A, B)—A—B sowie [ pdp = [ gdp = 1 brauchen wir

in Teil (b) nur die erste Identitat zu zeigen. Setzt man A* := {z € X | p(z) >
q(z)}, so gilt A* € .F sowie wegen [(p — ¢)dpu =0

PA) Q) = | @)~ a(@) plde) = 5 [ (0(e) = a(e) o)

=5 [ o) = a(@)lnaz).
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Dies zeigt ||IFD Qllrv = 3 [yIp(z) — q(z)| p(dz). Andererseits gilt fiir belie-
biges A € ¥

P(4) = QUA) = | | (9la) = a(e)) (1040 47) + 1A\ 4%) ()|
max( (4%) = QA7) QX \ A7) — P(X | A%)).

Aus P(X) = Q(&X) = 1 folgt, dass die beiden Argumente von max gleich sind
und insbesondere mit 3 [.[p(z) —q(z)|pu(dz) zusammenfallen. Dies impliziert
die behauptete Identitit. ]

Aus statistischer Sicht hat der Totalvariationsabstand eine natiirliche
Interpretation als Minimaxfehler beim Testen.

4.7 Korollar. Es seien Py und P; Wahrscheinlichkeitsmafe auf (X,.%).
Dann gilt

inf max Py(6 7 ) > inf 5 (Po(y = 1) +Pa(v = 0)) = 5 (1= [P0~ Pillzv).

wobei sich das Infimum iber beliebige Tests (messbare Funktionen v : X —
{0,1}) zwischen den Hypothesen Hy : P = Py und Hy : P = Py erstreckt.
Die untere Schranke wird vom Neyman-Pearson-Test Yy (z) = 1(p1(x) >
po(x)) erreicht, wobei po,p1 die Dichten von Py, Py beziiglich irgendeinem
Maf p bezeichnen.

Beweis. Aus Satz 4.3 folgt
1nfmaxP (W #j) = 1r1if ( o =1)+P1(¢p = O))
>1- 5 [ max(poe). pr(a) (o)

wobei ein Blick auf den Beweis oder einfaches Einsetzen zeigt, dass fiir ¥y
die untere Schranke in der zweiten Ungleichung angenommen wird. Aus Teil
(b) im vorangegangenen Lemma folgt daher die Behauptung. O

4.8 Beispiele.

(a) Gilt Py = Py, so sind Hypothese und Alternative nicht unterscheid-
bar. Die Summe der Fehlerwahrscheinlichkeiten erster und zweiter Art
sind fiir jeden Test gleich Eins. Ein randomisierter Test 1, der sich
mit Wahrscheinlichkeit 1/2 fiir Hy bzw. H; entscheidet, erreicht auch

max;—o,1 P](’QZJ 75 ]) = 1/2

(b) Sind Py und P singulér, gibt es also ein A € . mit Py(A) =1, P1(A) =
0, so erhalten wir ||Po—P1]j7v = 1 und der Neyman-Pearson-Test
entscheidet fast sicher korrekt zwischen Hypothese und Alternative.
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Fiir unser Ziel, untere Schranken im Schétzproblem herzuleiten, ergibt
sich aus Lemma 4.6 im Fall einer Reduktion auf ein einfaches Testproblem
(M = 2):

a?v?

(1= 1P —Pranllzy )

inf sup Ef7n[d('l§n7 7=
Y fEY

Diese Ungleichung ist bereits sehr niitzlich, allerdings ist in vielen Féllen die
Totalvariationsnorm sehr schwierig direkt abzuschitzen. Wir fiihren daher
ein weiteres Abstandsmaf ein.

4.9 Definition. Fiir zwei Wahrscheinlichkeitsmafse P und Q auf demselben
Messraum (X, .%) heift

Jylog (§5(x)) P(dx), falls P < Q,

+o0, sonst

KL(P\@)={

Kullback-Leibler-Divergenz (oder auch Kullback-Leibler-Abstand, relative
Entropie) von P beziiglich Q.

4.10 Lemma. KL(P | Q) ist keine Metrik (nicht einmal die Symmetrisie-
rung KL(P | Q)+ KL(Q | P) ist eine). Es gelten jedoch folgende Eigenschaf-
ten:

(a) Gilt P < Q und existieren Dichten p und q von P bzw. Q beziiglich
einem Mafl 1, so gilt

KL(P | Q) =/ log (@)p(:ﬂ)u(dw);

pg>0 q(z)
(b) KL(P | Q) € [0,400] sowie KL(P | Q) =0 < P=Q;

(¢) fir Produktmafe gilt KL(P1®Py | Q®Q,) = KLP; | Q) +
KL(Py | Qy), insbesondere KL(P®" | Q®™) = n KL(P | Q).

Beweis. P Usunc OJ

4.11 Satz (Pinsker). Folgende Ungleichungen gelten fir Wahrscheinlich-
keitsmafe P und Q:

(a) [P—Qllrv < vKL(P | Q)/2;

(1) J(log(dP /dQ)_dP < [P~ Qllry, falls P < Q
(man setzt A_ := max(—A4,0)).

4.12 Bemerkung. Aus Teil (a) folgt insbesondere, dass KL(P,, | P) — 0
die Konvergenz P,, — P in Totalvariationsnorm impliziert. » vswe Man kann
zeigen, dass die Umkehrung nicht gilt, auch nicht unter der Voraussetzung
P,, <« P fiir alle n.
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Beweis. Fiir Teil (a) geniigt es ebenfalls, nur den Fall P < Q zu behandeln.
Betrachte dazu die Funktion

h(z) :=zlog(z) —z+1, =z2>0,

wobei man zlog(z) = 0 fiir z = 0 stetig ergénzt. » vsue Man kann zeigen,

dass
Vz>0: (34 22)h(2) > (2 — 1)

gilt. Daraus schlielien wir mittels Lemma 4.6 fiir p-Dichten p und g sowie
mit der Cauchy-Schwarz-Ungleichung:

P Qllrv = 5 [ Ip(e) - ata)| (o)

<3 /q>OQ<fE>(<§ + 2D h(p(a)/a(x))) " (da)

1 1/2

<5 (fes e 2 uan) (| a@no/aw) ua)

1 1/2

= 75 [, pte)iosto) ) uia)

— VKL Q)2

Um Teil (b) nachzuweisen, setze A := {z € X' |q(z) > p(x) > 0}. Wegen
J310g(dP /dQ)_dP = [,log(dQ /dP)dP folgt aus P(A) = 0 offensichtlich
[y log(dP/dQ)_dP = 0. Nehme also P(A) > 0 an und schlieke mittels
Jensenscher Ungleichung

_ p(z)
/A log(dP /dQ)_dP = P(4) /A lo(a(a) /o) g 55 )
< P(A) log <A%£EZ)) ,u(dac))
P(A) log(Q(A)/ P(A))
< Q(A) - P(4) = [Q—Plzv-.

O]

Indem wir die Abschatzung aus Teil (a) des Satzes verwenden, erhalten
wir auch eine untere Schranke bei Reduktion auf ein einfaches Testproblem
in Kullback-Leibler-Version. Wir fassen zusammen.

4.13 Satz. Es seien f1, fo € G mit d(f1, f2) > 2av, fir ein a > 0. Fir die
zugehdrigen Verteilungen gelte mit einem 6 > 0

IPtyn—Pponllry <1—28 oder KL(Py, 0 | Ppyp) < 2(1 — 26)2

38



Dann erhalten wir die untere Schranke

inf sup B s [d(Dn, £)?] > 0?0726,
On fEY

Im Fall eines Produktmodells P¢, ,, = Pﬁn, Pt = IP)?;” gentigt die Bedingung
KL(Py, | Pp,) <2(1—26)*n"".

Es wird sich herausstellen, dass fiir punktweises Risiko diese Reduktion
ausreicht, wihrend fiir den MISE oder gleichméfkiges Risiko eine Reduktion
auf ein Testproblem mit mehreren Hypothesen notwendig ist. Nach Satz 4.3
bedarf es dazu einer Abschéitzung des Maximums der jeweiligen Dichten.
Fiir M = 2 war dafiir der Totalvariationsabstand das natiirliche Werkzeug.
Im Fall M > 2 zeigt sich, dass unmittelbar die Kullback-Leibler-Divergenz
verwendet werden sollte.

4.14 Satz. Es seien f1,..., far € G mit d(fr, fi) > 20wy, fir ein o > 0 und
alle k # 1. Es bezeichne Py ein Wahrscheinlichkeitsmaff mit Py, , < Po fiir
alle j und setze

M

1 1
d := max (M;KL(P]‘JJL | ]P)O)v M)

Dann erhalten wir die untere Schranke

26 + /20 )

_ ) 2 2,2(1 _
inf sup B¢, [d(n, [)7] 2 o Un<1 log(M) + log(6 + \/9/2)

Yn f€¥

Fir 6 > 1/2 gilt die grébere Abschitzung

. 46
inf supE¢,,[d(¥,, 2 20(21/% 1-— .
nf sup Eyld(J. 1)) ('~ togar)

Beweis. Mittels Jensenscher Ungleichung, angewendet auf die monotone und
konvexe Funktion H(z) := z(logz)4, z > 0, erhalten wir unter Benutzung
der Ungleichungen aus Satz 4.11

H (o [ o, pi] ) < Bo[H( o, 5:)]

j=1,...M
= Eq [ 1 ’f{}fM H(Pj)}
M
< ) EolH(p;)]
j=1

M
>~ (KL, | o)+ [ py(a)(ogp, (o)~ Polda)
=1

J
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M

<> (KL(®; | Po) +|IP; ~ Pollrv )
J

-

< f (KL(P; | Po) + /KL(P; | Po)/2).
j=1

Mit der Jensenschen Ungleichung folgt

72 KL(P; | Po)/2 < ( ZKLIP \IP’O)/2) 2 <R

Die Inverse von H erfiillt H~!(z) < 2x/logx fiir x > 1 (wende H auf beide
Seiten an), so dass wir wegen M (J + 1/0/2) > 1 erhalten

26 + 26
E a A< H Y MS+ M\6/2) <M )
0 [j:r{{,?fMpJ} ( /2 log(M) + log(5 + 1/3/2)

Daher liefert Satz 4.3 die behauptete Abschitzung. Die Vereinfachung ergibt
sich aus v26 < 26 fiir 26 > 1. O

4.2 Dichteschéitzprobleme

Wir wenden nun das allgemeine Schema zum Beweis unterer Schranken auf
das Dichteschitzproblem mit punktweisen Risiko bzw. MISE an. Jeweils der
wichtigste Schritt ist das Auffinden unglinstigster Alternativen. Beim punkt-
weisen Risiko in einem Punkt x ist es natiirlich, Dichten zu betrachten, die
sich nur in einer kleinen Umgebung von x unterscheiden, um nicht zusédtzliche
Informationen aus weiter entfernt liegenden Beobachtungen preiszugeben. In
der Tat fithrt eine lokale Stérung um x von einer gegebenen Dichte fiir Hol-
derklassen zum Erfolg.

4.15 Satz. Betrachte das Dichteschédtzproblem fiir die Hdolderklasse
Hp(a, L, R) mit o, L, R > 0 auf einem Gebiet D C R? und o € D. Dann
gilt die asymptotische untere Schranke

lim inf n20/(2otd) jp¢ sup Ef,nﬂﬁn - f($0)|2] > 0,
n—0oo 7-9'n feAtp (O‘ L R)

wobei sich das Infimum tber beliebige Schditzer Uy, basierend auf n Beobach-
tungen erstreckt. Die Rate n=%/ (2t st die optimale Minimazrate fir dieses
Problem.

Beweis. Es sei f € #p(a,L',R') mit L’ < L, R' < R sowie f(xzg) > 0
beliebig gegeben. Weiterhin sei ¢ : R — R eine glatte (mindestens a-
regulire) Funktion mit Triger in [—1,1]% und (0) > 0, [¢ = 0. Dann
ist fiir v € (0, f(z0)/||¢||oo) und hinreichend kleines A > 0

fa(@) == f(2) +vo(h™ (z — x0)), xR,
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wiederum eine Dichte. Da ((h™'e) durch ||¢||cc beschrinkt ist sowie eine
Holderkonstante Ly von der Ordnung h™% besitzt, liegt fp in der Klasse
HAp(a, L, R) fiir v = yh® mit 79 > 0 hinreichend klein. Beachte, dass fir
den punktweisen Abstand d dann gilt

d(f, frn) = [f(x0) — fn(x0)| = h%v09(0).

Andererseits gilt fiir den Kullback-Leibler-Abstand der Verteilungen IP’%” und
P®" von n i.i.d. Beobachtungen gem#f f;, baw. f:

KL(PY" | P®") = nKL(Py, | P)

<ny?  max (f(ﬂf)_l)hdH90||i2

|[xt—20]|co <h

. -1
= nh?t 2| p|12, (‘ Ifllghf(wo +2)) .

TlooXx

Wihlen wir nun h = n~Y@tdp, mit hg > 0 hinreichend klein, so ist
das Minimum aus Stetigkeitsgriinden echt positiv sowie der gesamte letzte

Ausdruck kleiner als eins fiir alle n > 1. Gemak Satz 4.13 konnen wir also
§ = (2 ++/2)/4 wihlen und erhalten

~

ks Byallda o)) > 0407, 515 = G (05,
n Cp &, L,

was zu zeigen war. Die Optimalitdt der Rate ergibt sich aus Satz 2.16. [

» Usuve Betrachten wir dieselben Alternativen, um den MISE abzuschét-
zen, so erhalten wir nur eine untere Schranke der Ordnung n~'/2, also die
parametrische Rate. Da die Verlustfunktion durch Integration iiber ein Ge-
biet gegeben ist, miissen wir M > 2 Alternativen auf dem gesamten Gebiet
betrachten. Dafiir wird folgendes Lemma aus der Informationstheorie sehr
niitzlich sein, das die Komplexitit hochdimensionaler 0-1-Vektoren beziiglich
dem sogenannten Hammingabstand abschéatzt.

4.16 Lemma (Varshamov-Gilbert, 1962). Es sei E := {0,1}"™ mit m > 8
die Menge der m-dimensionalen 0-1-Vektoren. Fihre den Hammingabstand
plee’) im Y, 1(ei # €1) ein.

Dann gibt es eine Teilmenge {©),... D)} C E vom Umfang J > 27/8
mit €0 = (0,...,0), so dass p(e®),e©) > m/8 fiir alle k # ¢ gilt.
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Beweis. Setze D = [m/8], e :=(0,...,0) und
E:={e € E|p(c,e®) > D}.

Wihle nun ein e() € E; beliebig und fahre entsprechend iterativ fort. Das
heifst, wir setzen fiir j > 2

E;:={e€E; !0(675(]'71)) > D}

und wihlen £U) beliebig aus Ej;, solange FE; nicht die leere Menge ist. J
bezeichne den letzten Index j mit E; # @&. Nach Konstruktion gilt fiir alle
0 < k < £ < J die Ungleichung

p(e® ey > D41 >m/s.

Um J > 2™/8 nachzuweisen, analysieren wir die Kardinalités n; der im
j-ten Schritt ausgeschlossenen Vektoren:

WE

nj = #(E; \ Ej11) < #{e € | ple,e¥)) < D} = <m>
=0

1

Nach Definition gilt 23-]:0 n; = #E = 2™, so dass

D D

m m m\,—m -1

(J+1)Z <Z> > 2™ bzw. Z (Z>2 > (J+1)
=0 1=0

folgt. Beachte nun, dass die linke Seite in der zweiten Darstellung die Wahr-

scheinlichkeit P(S,, < D) angibt fiir eine Bin(m, 1/2)-verteilte Zufallsvaria-
ble S,,. Aus der Hoeffding-Ungleichung folgt nach Beispiel 5.10(a)

P(Sy < D) =P(S,, —m/2< D —m/2) < 2¢~2D=m/2)?/m < 9o=9m/32

Wegen e~ 9m/32 < 9=m/3 orhalten wir J + 1 > om/3-1 > 2m/8 4 1 fiir m >
8. O

4.17 Satz. Betrachte das Dichteschitzproblem fiir die Sobolevklasse
4(s,R) := {f € H*(RY) | f ist Dichte, ||f|ls < R} mit s € N, R > 0. Fiir
den MISE auf dem Einheitswiirfel [0,1]? gilt dann die asymptotische untere
Schranke

liminf n?¢/ @+ inf  sup Ej, {/ 10 () — f(z)|2dz| > 0,
n—oo In fEY(s,R) [0,1]¢

wobei sich das Infimum dber beliebige L([0,1]%)-wertige Schitzer ¥, basie-
rend auf n Beobachtungen erstreckt. Die Rate n~3/2st4d) st die optimale
Minimazrate fiir dieses Problem.
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4.18 Bemerkung. Die Aussage des Satzes bleibt auch korrekt fiir nicht-
ganzzahlige s > 0 sowie beliebige Mengen D C R? mit nichtleerem Innern
anstelle von D = [0, 1]%. In der angegebenen Situation ist der Beweis jedoch
transparenter.

Beweis. Wir beschranken uns zunéchst auf den eindimensionalen Fall d = 1.
Betrachte eine Dichte f € H*(R) mit [|f[|s < R sowie ¢y := inf,¢c[o,1) f(2) >
0. Verwende wiederum eine glatte (mindestens s-reguldre) Funktion ¢ : R —
R mit Tréger in [0,1] und [ ¢ =0, ¢ # 0. Fiir ein spéter spezifiertes m > 1
setze fiir jedes ¢ € E = {0,1}™

fe(@) = f(@) + 7Y _eip(ma — (i —1)).
=1

Jedes f. ist wiederum eine Dichte fiir v < c¢f/||¢[|c. Beachte, dass die lokalen
Storungen p(me — (i — 1)) disjunkte Trager fiir verschiedene i besitzen. Da
fir g < s gilt

/ (Dﬁ i&-(p(m:c —(i— 1))>2d:r: < iei/mzsgp(ﬁ)(mx — (i —1))%dz
i=1

i=1

<m* [Pz,

erhalten wir || fe|ls < R fiir v = yom™° mit 79 > 0 hinreichend klein. Wir
betrachten nun als Alternativen die Dichten f; := f., 7 = 0,...,J, mit
den ) und J > 2m/8 qus dem Lemma von Varshamov-Gilbert. Dann gilt
fir den Abstand zwischen zwei Dichten fi # f;

/[071]<fk(> fe(@)) dx = Z / (ma — (i — 1))2dz > 7*|| 0% /8.

;é (&)

Um Satz 4.14 anwenden zu konnen, schitzen wir nun den Kullback-
Leibler-Abstand zwischen den Dichten f; und der Dichte fy = f ab (d.h.
zwischen den zugehorigen Verteilungen):

KL(f; | fo) = / log(f;/fo)f;
/ 5i(f = fo) fo
- / i — o)/ fo
o L) o(mx — (i — 1)) i
-7 ; : / Jo(x) I

<A lel .
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Damit gilt fiir die Verteilungen bei n i.i.d. Beobachtungen
KL(PE™ | PE™) < nm ™8 elFa, G=1,...J.

Wegen log J > mlog(2)/8 ergibt die Wahl m = |mon/s+D | mit mg > 0
hinreichend klein

1 J

0= D KL(PS™ | PF™) <
j=1

log(J)
.

Wenden wir nun Satz 4.14 an, so erhalten wir

inf supEg,[[|9n — fl122] = V2 llel|22/65 = [mont/ TV | 72542||0||2, /65,

n

was es im Fall d = 1 zu beweisen galt.
Fiir d > 2 und x € R? betrachte die Dichten

fe(x) = f(x) +v Z cip(me — (i = 1)), i=(i1,.. ),

il,..‘,ldzl

mit ¢ € {0,1}™" und 1 = (1,...,1). Alle weiteren Abschitzungen blei-

ben gleich, wir gewinnen jedoch aus J > gm! /8 die Mboglichkeit m =
1/(2s+d

)J zu wihlen, so dass immer noch § < logg(‘]) gilt. Dies fiihrt
in denselben Schritten auf die untere Schranke der Ordnung n—25/(2s+d).
Die Optimalitét ergibt sich aus Korollar 2.25, wo sogar fiir den MISE auf

ganz R? die obere Schranke O(n~2%/(25+d)) hergeleitet wurde. O

|mon

» teone Fiir das gleichmiRige Risiko auf [0, 1]¢ bei Schétzern fiir Dichten in
a-Hblderklassen kann man die Minimaxrate (n/logn)~®/(2a+4) nachweisen,
man verliert also einen logarithmischen Faktor und muss die Regularitdt im
Holder- anstatt im Sobolevsinn messen. Weitere interessante Fragestellungen
zum Beweis unterer Schranken werden von Tsybakov (2004) am Regressions-
modell erortert.

5 Wahl des Glattungsparameters

5.1 Unverzerrte Risikoschitzung und Block-Stein-Schitzer

Um die wesentlichen Punkte herauszuarbeiten, werden wir hier im Modell
des Signals in weifem Rauschen arbeiten:

dY; = f(t) dt + %dwt, te[0,1].

44



Wie oben gesehen, erhalten wir durch Wahl einer Orthonormalbasis (@)1
in L2([0,1]) das #quivalente Folgenraummodell

%Ck, k=1,

mit wahren Koeffizienten fi := (f, pr) und Rauschtermen (; ~ N(0,1) i.i.d.
Im Regressionsmodell Y; = f(i/n) + ¢; mit &; ~ N(0,0?) wiirde man in
analoger Weise mit g := 2 -7 | Vi (i/n) arbeiten.

Ziel dieses Kapitels ist es, ein daten-getriebenes Glattungsverfahren zu
finden, das unabhéngig von der a priori-Kenntnis der Glattheit der unbe-
kannten Funktion f auskommt, was auf sogenannte adaptive Schatzer (ad-
aptive, data-driven or unsupervised estimators) von f fiihrt.

Im Weiteren werden wir uns lineare, koeffizientenweise Schétzer der Form

fr= D fepr mit fi = Ay

k>1

1
" :=/ on(t) dY: = fiu +
0

anschauen, wobei die Folge X = (A\g)r>1 reellwertige Gewichte (oder Filter)
angibt. Als mittleren quadratischen Fehler erhalten wir mit Bias-Varianz-
Zerlegung

) 2
MISE( ) =Efllfr = flifa] = 3 (0= M2 + 2,

k>1

so dass wir A € £2 voraussetzen wollen und im Allgemeinen auch \;, € [0, 1]
betrachten werden (andere Wahlen sind offenbar suboptimal). Theoretisch
optimal in einer Klasse A C £? von Gewichten wire die Wahl

)\Orakel = arg]_’nin)\EA MISE(Av f)

Da f unbekannt ist, ist diese Orakelwahl dem Statistiker nicht gestattet, sie
dient jedoch als Messlatte und Vergleichskriterium fiir eine empirische Wahl.

Naheliegende Idee ist es, den unbekannten Wert M ISE(X, f) zu schitzen.
Der quadratische Verlust ist gerade

15 = FBe = D7 (Afuk — 22 i+ f2)-

k>1

Nun héngt der Summand f,f nicht von A ab, und wir kénnen yy fr durch

2 02 . 3
yi — & erwartungstreu (unverzerrt) schitzen:

Elyi — %2 — uefi]l = Elfe G + 5 (Ck 1] =0.

= ()‘kyk — 2Xk(Yg — %2))7

k>1

Setze daher
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so dass Ef[Z(\)] = MISE(X, f) — || fI|I?. gilt und Z(\) ein unverzerrter
Schitzer des Risikos (unbiased risk estimator) bis auf den von \ unabhéngi-
gen Term || f||2, darstellt. Wir betrachten also

A= argminyc, Z(N), f:= f;\.

Beachte, dass A als Minimalstelle eines zufilligen Kriteriums bereits schwie-
rig zu analysieren ist und dass f wegen der stochastischen Abhéngigkeit
zwischen den (y) und A noch komplexer ist.

5.1 Beispiele.
(a) Projektionsschitzer auf Sk := span(pg, k= 1,..., K): wir betrachten

APTOJ = {)‘€£2|)‘k:1(k5<K)) K e {1727"->Kma1}}-

Anstatt mit A € Ap,,; indizieren wir mit K die entsprechenden Grofen
und erhalten

K
e =yl (k < => i — ) =2KZ Zyk

k=1
Das Minimum von Z wird angenommen bei

Kmaac

. < 2
K =argmin; ¢xcg, . ( Z (yk — fex)? + 2K%>-
k=1

Beachte, dass K damit den empirischen Verlust des Schiitzers (RSS:
residual sum of squares) plus einen Strafterm minimiert, der gleich

zweimal der Varianz ist. Dies entspricht Mallows Cy,-Krierium fiir die
Modellwahl bei linearen Modellen.

(b) Endlich-dimensionales Modell: wir betrachten fiir bekanntes d € N
Aeonst = {AeP | N =t1(1 <k <d), tel0,1]}.

Der Einfachheit halber nehmen wir hier auch f = Zizl frpr an, so
dass in der Tat ein endlich-dimensionales Problem vorliegt. Mit Indi-
zierung durch ¢ ergibt sich

2

(57 —2t(y7 — ) = (8 — 20)[y|? + 2td 2,

Mm

fk,t = tyka
k=1

wobei wir |z|? = Zizl 2 fiir x € {y, f} setzen und im folgenden mit
Vektornotation arbeiten (beachte |f|* = ||f||3,). Wir erhalten durch
Minimerung iiber ¢ € [0, 1]

- do? .
t:= (1 - W>+ mit A4 := max(A4,0).
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Dies liefert den sogenannten Stein-Schdtzer mit positivem Anteil

= o4 do? N
Sy O
f ft ( n‘y’2 +y fS+
Aus der mathematischen Statistik ist der entsprechende James-Stein-
Schitzer bekannt:

(d—2)o? ) v

nlyl?

frss = (1 -

Mit dem Steinschen Lemma beweist man wiederum (Tsybakov 2004,
Lemma 3.10):

alo’2|f|2 o2

Vd>1: ]Ef[|f5+—f|} < B T

Das Uberraschende ist nicht nur, dass wir eine solche Schranke kon-
kret angeben kénnen, sondern auch dass diese Schranke sehr nah am
Orakelrisiko liegt:

d

do®|fI?
E 2| — mi 112222y = 7 UL
tgfg)q f [\ft [l } in, 2 (=12 fp + %17 i o[

n|f|?
do2+n[f]7 ANEE
nommen wird. Damit erhalten wir folgende Orakelungleichung fir den
endlich-dimensionalen Fall:

wobei das Minimum bei der Orakelwahl tOrakel .—

2
g
Efl|f — f1P) < min Eg[|fe — fI7] + 4—
t€[0,1] n
~~
Orakelrisiko Kosten durch Risikoschétzung

Beachte, dass diese Orakelungleichung explizit (nicht-asymptotisch mit
einfachen Konstanten) ist und fiir jedes beliebige f = Zi:l frior gilt.

Blockweise konstante Gewichte: betrachte fiir eine Partition
{1,2,..., Kmaz} = U/, B

J

ABlock = {/\€€2|)\k :thl(ké Bj), 0 Stj < 1,j: 1,...,J}.
j=1

Damit lassen sich nun recht allgemeine Gewichte approximieren (s.u.)

und gleichzeitig das endlich-dimensionale Resultat aus (b) verwenden.
Wir erhalten einen blockweise konstanten Koeffizientenschitzer f =

Kma,a: ry 3
zk:1 Jror mit

Bjlo?
k:EB yk, wobeil )\() (1* | |]=g >
"YIG)

HM&
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mit der Kardinalitdt |B;| von B; und |y|%j) = Zkij y2. Wir nennen f
Block-Stein-Schétzer. Wie zuvor erhalten wir eine Orakelungleichung

N R 2
Ellf - fP) < min Efflfx - fP)+47=.

AEABlock

5.2 Lemma. Betrachte Blocke B; = {bj_1 +1,...,b;}, j =1,...,J, mit
0=by<by < - <bj= Kpar Sowie

J
ABiock = {)\662’)\kzzt]‘1(1€63j), Ogtj < 1,j:1,...,J},
j=1

Aoman = {0 € A0 € [0,1], Mt < M b > 1A, =0

Dann gilt fiir alle f € L?:

i |1 Bj+1 : o?
MISE(\ f) < (1v ) MISE(f, ) + |Bi| >
/\er/{l;ick A1) 1<j<a(]71 B, /\EATZJ.on (f,A) + | B n

Beweis. Zu X € Apon wihle X € Apjoer mit A\ = ijl X(j)l(k € Bj) und
5\(]-) i= maXgep; M. Dann gilt stets A, > A, und somit

o2 - o2 -
MISE(\ f) =) <(1 = )2 fi + ;/ﬁ) <) <(1 =) fi + ;)\i)
k>1 k>1

Es geniigt also, folgendes zu zeigen:

Kmaac
E A < max E A+ B|.
! k\lgng—l |BJ‘ k | |

Dies folgt durch Indexverschiebung in den Blécken wegen S\(j) = Xp,_;1+1 <
A fir alle k € Bj_li

Kmaz J
> X< IBil+ Y _|BIAG)
k=1 =2

J
|Bj+1| 32
<|B B;_1 |32
1Bil + | dnax | Tp ] ;' i-11AG)

Bjii| & 2
/-1 || j=2 keB; 4

= |Bi|+ max I+ Z A2
1<G<I-1 | By —
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Wir erhalten also insgesamt folgendes Resultat.

5.3 Satz. Der Block-Stein-Schitzer f zu den Blicken B; = {bj_1 +
L.o..ybj,g=1,...,J, mit 0 =by < by < -+ < by = Kiqa erfillt die
Orakelungleichung beziiglich monotoner Gewichte

Bj+1l . ?

E | — f? < MISE Byl +42)2.
sllf =P < max | B, adin SE(f,2) + (1B1] + 4J)—

5.4 Beispiele.

(a) Dyadische Blocke b; =27, j = 1,...,.J, ergeben die Orakelungleichung
2

g
in MISE(\ f) <2 min MISE(f,\) + (2 +4J)—.
A (A f) \Ein. (L) +(2+ )n

(b) Fiir schwach geometrische Blocke mit |Bi| = |p], |Bj+1| = ||Bj[(1 +
%)J, j=1,...,J —1, mit p:=log(n/a?) gilt

| Bjt1]
| Bj

<(1+1)

sowie mit J = |p?] und n/o? — oo (A ~ B bedeute A = O(B) und
B =0(4)):

J J
Kmaz = Z|Bj| ~ PZ(l + %)]_1
j=1 j=1

=p*((1+ %)J -1) = p2<exp (p*log(1 + %)) - 1)
n
~ pPef ~ 2 log?(n/o?).
Dies liefert eine asymptotisch exakte Orakelungleichung in dem Sinne,

dass der Faktor vor dem Orakelrisiko gerade 1+ o(1) fiir n — oo ist.

Das letzte Beispiel liefert unmittelbar folgende Korollare, wobei K4z in
Aon wie in Apjock gewadhlt sei.

5.5 Korollar. Der Block-Stein-Schitzer f mit schwach geometrischen Bli-

cken erfillt die fiir n — oo asymptotisch exakte Orakelungleichung beziiglich
monotoner Gewichte

~ 0.2 1 0,2 1 2 0,2
Efllf—fI"] < (HW) min MISE(f,\)+ (log(n/ )24 0g"(n/o7)).
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5.6 Korollar. Es gelte A C Ayop und f € L2([0,1]) besitze die Eigenschaft

o minyep MISE, (A, f)

— 2 2
n—ee Zhlogi(n/o?)
Dann folgt fiir den Block-Stein-Schitzer f, mit schwach geometrischen Bli-

cken _ )
E«lllfn —
i ouy Bl FI

- <1
n—oo Minyepx MISE, (A, f)

Im Kontext der nichtparametrischen Schétzung unter Regularititsannah-
men an f folgt, dass der Block-Stein-Schétzer in der Tat ein adaptiver Schit-
zer ist, der die Minimaxraten fiir Glattheit s > 0 erreicht, ohne die Kenntnis
von s vorauszusetzen.

Exemplarisch betrachten wir dazu die Familie der periodischen Sobole-
vraume Hp,, ([0,1]), s > 0, aus Definition 3.31. Die Projektionsschéitzer fok
auf Sk = span(gyg, |k| < K) mit der Fourierbasis (¢g)r>1 besitzen dann
einen Bias kleiner als LK~* fiir f € H,, mit | f|s < L, und die ratenopti-
male Wahl K ~ (n/0?)!/(2s+1) liefert den MISE Cj 1,(n/0?) =28/ (2541 mit ei-
ner Konstanten Cy 1, > 0, was auch unter periodischen Randbedingungen die
optimale Minimaxrate darstellt. Die Fourierbasis wird mit k € Z indiziert,
aber alle Resultate bleiben sinngeméR erhalten , wenn die Indizes k, k' € Z
gemifs |k| < |k'| geordnet werden. Beachte nun Apo; C Agepn sowie, dass
fiir jedes s > 0 der Dimensionsparameter K, von kleinerer Grofsenordnung
ist als n/o? und die Minimaxrate polynomiell langsamer als %2 abklingt.
Daher folgt aus den bisherigen Ergebnissen, dass der Block-Stein-Schéitzer
bei dyadischen Blocken mit der Wahl 27 = Kpaw = n/ o2 oder bei obigen
schwach geometrischen Blécken ein an die gesamte Familie (H,,.([0,1]))s>0
adaptiver ratenoptimaler Schétzer ist.

5.7 Satz. Der Block-Stein-Schdtzer fn beziiglich der Fourierbasis mit dya-
dischen Blicken und J = [logy(n/o?)] oder mit schwach geometrischen Blé-
cken ist adaptiv an die gesamte Familie (H,,.([0,1]))s>0 fir n — oco:

Vs >0, Vf € Hp,([0,1]) : Ef[an — f”%z} = o(n72s/(2s+1))_

5.8 Bemerkung. Die Konstante auf der rechten Seite héngt von s und || f|s
ab und ist je nach Wahl der Blocke durch 2C; ¢, bzw. Cy ¢, beschrankt.
Da monotone Gewichte viel allgemeiner sind als Projektionsgewichte, ist die
Konstante sogar bedeutend kleiner. In der Tat wird mit schwach geome-
trischen Blécken sogar die asymptotisch minimax-optimale Konstante iiber
| fl|s erreicht:

Vs, L >0: lim sup Ef[||fn — fl22](n/0?)?/CtD) = p, |

ISl <L
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2s/(2s+1)
wobei P, = (L?(2s 4 1))Y/(2s+1) (ﬁ) Pinskerkonstante heift und
diese optimal im Minimaxsinn ist, siehe Tsybakov (2004) fiir Details zum

Pinskerschatzer und exakten Minimaxkonstanten.

Auf die Ubertragung der Ergebnisse vom Modell des Signals im weiRen
Rauschen auf das Regressions- oder Dichteschitzproblem verzichten wir hier.
» usune Im Regressionsmodell ist der Ansatz jedoch direkt zu iibertragen,
allerdings sind die Resultate wegen der Abhéngigkeit vom Design komplexer.

5.2 Konzentrationsungleichungen

Im folgenden werden wir hdufig Suprema iiber Familien von Zufallsvariablen
abschétzen miissen. Dies ist im allgemeinen nur sehr grob méglich, Kon-
zentrationsungleichungen sind jedoch ein wichtiges Hilfsmittel, um gute Ab-
schitzungen zu erhalten. Man bedient sich der recht groben Abschétzung

P(k5ﬁ§$Xh—EMﬂ)>r>:Per{L”qN}:Xk—EMﬂ;zﬂ

N
<Y P(Xi — E[X4] = 7), (5.1)
k=1

hat jedoch eine starke Konzentration von X um den Erwartungswert der
Form P(Xy — E[Xk] > ko) < e, ¢,k > 0, mit einem geeigneten Streu-
ungsmaf o, von Xj. Dies fiihrt auf

P ( max (Xy — E[Xy]) > 7') < Nexp ( — CT/m]?xak)
Fir 7 = plog(N)maxyor/c mit p > 1 erhdlt man dann die obere
Schranke N17P. Damit ist max—1,_n(Xp —E[X]) von der Griofenordnung
log(N) maxy 0. Wir bezahlen im wesentlichen nur den Faktor log(NN), um
das Maximum gleichméfig abzuschitzen.

5.9 Satz (Hoeffding-Ungleichung (1963)). Es sei (M, Fy) ein Martingal mit
My = 0. Falls fiir alle n > 1 positive Zahlen Ry, existieren mit | M, — M, 1| <
R, fast sicher, so gilt

112

230 R’

Beweis. Da die Exponentialfunktion konvex ist, gilt fiir A > 0, |0| < R

P(!Mn|>/@)<2exp( ), k> 0.

e)\é < ]gééef)\R + PQE(SGAR-
Angewendet auf die Zufallsvariable M,, — M,,_1, impliziert dies

]E[e)\(]wnan_l) ‘fn—l] < (e*)\Rn + e)an)/2 < e)\QR%/Z
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(fiir die letzte Ungleichung betrachte z.B. die Potenzreihenentwicklung).
Mit der verallgemeinerten Markov-Ungleichung erhalten wir fiir A > 0

P(M, > k) < e M E[e*n].
Nach obiger Ungleichung gilt
E[GAMH |fn71] — e)\]\/[n,1 ]E[ek(Mn—]anl) |f 71] < eAMn71€A2R%/2.

Iteriert man die bedingten Erwartungen, so ergibt sich

n

E[eMn] < H N F2 = exp ()\2 i R%/Q).

i=1 i=1
Somit haben wir fiir beliebiges A > 0
n
P(M, > ) < exp ( T /\QZR?/2>
i=1

gezeigt, was fiir die optimale Wahl A = /> | R; auf

2
it <1< (g5t
R AN S
fiihrt. Ein symmetrisches Argument fiir —M,, liefert dieselbe Schranke, und
die Behauptung folgt durch Addition beider Schranken. O

5.10 Beispiele.

(a) » Usuwe Wir erhalten nicht-asymptotische Abschitzungen fiir grofe
Abweichungen der Binomialverteilung, wenn wir eine Bernoulli-Kette
X1, Xo,... mit Erfolgswahrscheinlichkeit p € [0,1] betrachten und
Sp o= > Xi, My, = S, —np mit My = 0 setzen. Dann ist (M,)
ein Martingal beziiglich F,, := o(Xy,...,X,) mit |M, — M,_1| <
max(p, 1 — p). Die Hoeffding-Ungleichung liefert daher

P (|Sn —np| = wy/np(1 = p)) =P (|Mn| > ry/np(1 - p))

< 2exp(—xmin(p, 1 — p)/(2max(p, 1 — p))).

Die standardisierte Binomialverteilung besitzt also exponentiell abfal-
lende tails fiir p € (0, 1) mit groftem Exponenten bei p = 1/2.

(b) Die empirische charakteristische Funktion @y (u) = 1 >0 | e™X* fiir
(Xg) i.i.d. konvergiert fiir n — oo und festes u € R fast sicher gegen ih-
ren Erwartungswert E[¢,(u)] = ¢(u). Kénnen wir sogar gleichméfige
Konvergenz auf einem Intervall [A, B] beweisen und eine Konvergenz-
rate herleiten?
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Wir betrachten das Einheitsintervall und M, (u) = >"}_; (cos(Xju) —
E[cos(Xyu)]), My = 0. Dann ist M, als Summe unabhingiger, zen-
trierter Zufallsvariablen ein Martingal. Wegen | M, (u) — Myp—1(u)| < 2
liefert die Hoeffding-Ungleichung

K 2
B(IM, (u)] > 5/2) < 20xp (— L20).

Wahle nun fiir J = J(n) dquidistante Punkte v; = j/J, j =1,...,J.
Dann gilt

(5/2%)

P (o [Ma(uy)| > 1/2) < 27 exp (- L2

1<G<T
Es gilt fiir beliebige u,v € R
|cos(Xxu) — cos(Xpv)| < | Xg||u — v].

Wenn nun E[|Xj|] endlich ist, impliziert dies |M,(u) — My(v)| <
> it (IXk| + E[| Xk [])|u — v] und wegen max,e[o 1) ming|u — u;| < J 71

HD<sup]ALxuﬂ;ZK)sgP('nmx|ALAUQL+§:UX%L+EHXMDJ’1QrO.
u€l0,1] j=1,....J =1

Eine Anwendung der Markov-Ungleichung ergibt

P (uzt[gy)l]|Mn(u)| > Ii)

<P max [Ma(uy)] > 5/2) +P (;xu +E[ X)) > Tr/2)

K 2 -
<2rexp (— “L2EY 1 (/2 SO BlX + B
k=1

2
:NMM £)+MJm E[|X]].

Die Wahl J = \/n/k exp(k?/64n) liefert die Gréfenordnung

B sup |Ma(w)] > x) = O(y/nfresp (~ 1)),

u€el0,1]

Fir C > v/32 und n — oo erhalten wir

P sup M, ()] > C/logn) = O(n2exp ( — IB1)) = 1),

u€(0,1]
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Mit einer analogen Abschitzung fiir den Imaginérteil von ¢, ergibt
sich fiir hinreichend groftes C' (C' > /32 reicht)

lim P ( max |@n,(u) — p(u)| = C\/log(n)/n) =0.
n—00 u€(0,1]

Wir haben also gezeigt, dass die empirische charakteristische Funktion
fiir X € L' gleichmiRig auf einem kompakten Intervall gegen ¢ kon-
vergiert (in Wahrscheinlichkeit) mit der Rate (log(n)/n)'/2. Mit der
Theorie empirischer Prozesse kann man sogar die Rate n~1/2
Fall punktweiser Konvergenz herleiten.

wie 1m

Die Bedingung |M,, — M,,—1| < R, ist hiufig sehr restriktiv und fiihrt
auf groke Werte R,. Der Einfluss der (R,) wird in folgender Ungleichung
abgeschwicht durch Einfilhrung eines Varianzterms. Zunéchst wird der i.i.d.-
Fall behandelt.

5.11 Satz (Bernstein-Ungleichung (1923)). Es seien (X;)i>1 unabhdngige,
identisch verteilte Zufallsvariablen mit E[X;] = 0 und S, := Y ;| X;. Falls
| Xi| < R fast sicher gilt, so folgt

A _1—AR
P(|Sn| = k) < 2exp ( - iu% (x\/i — Var(Sn)€T>>, k> 0.
>

Insbesondere gilt

/€2

(Var(S,) + kR)

P(\Sn\>/i)<2exp(—4 ), k> 0.

Beweis. Wiederum verwenden wir die verallgemeinerte Markovungleichung
fir A > 0 und erhalten mit der Unabhéngigkeit der X; und dem Satz von
Fubini

B, > ) < e [ i) = (2B
i=1 — !

Wir benutzen nun E[X;] = 0 sowie |[E[XF]| < E[X?|RF2 = RF2Var(S,)/n
fiir k > 2, so dass wegen (1 + A)" < eA”

1 = AeRE=2Var(S,,)\»

—\K n

P(S > m) < (14037 i )
k=2

< exp ( — Mk + Var(Sp)R2(eM -1 — AR))

gilt. Dies zusammen mit einer symmetrischen Abschétzung fiir —S,, gibt die
erste Ungleichung, die zweite folgt mit der Wahl A := x/(2 Var(S,,) + 2kR),
weil dann AR < 1/2 impliziert e — 1 — AR < A2R2. Folglich gilt

K r? Var(S,,)

2
Y NR72(eM-1-\R) < —
rA-Var(S,) R~ (e R) 2(Var(S,) + 26R) | A(Var(Sy) + KR)2’

54



und eine triviale Abschéitzung des zweiten Zihlers durch x?(Var(S,) + xkR)
liefert die Behauptung. O

5.12 Beispiel. » vsuwe Im Fall der Binomialverteilung erhalten wir fiir
T, = >.;(Y; — E[Y;]) und eine Bernoullikette (Y;);>1 mit Erfolgswahr-
scheinlichkeit p:

¥; — E[Y))| < max(p,1 —p), Var(Tn) = np(1 - p).

Also impliziert die Bernsteinungleichung P(|T},| > ) < 2exp(—«2/(4(np(1—
p) + Kk max(p,1—p)))). Fir S,, = >, Y; ~ Bin(n, p) folgt durch Skalierung

2

P (1Su—np| = wv/np(1 = p) ) < 2exp (— . ).

4+ 4max(p,1 — p)r(np(l — p))~1/2

Dies bedeutet, dass fiir groke n die tails der standardisierten Binomialver-
teilung fast wie e~"’/4 abfallen. Dies ist eine Verbesserung der Abschétzung
mittels Hoeffding-Ungleichung in den Féllen p < 1/3 oder p > 2/3.

Im Martingalfall wird die Varianz durch die quadratische Variation
ersetzt, die jedoch stochastisch ist. Zur Erinnerung: fiir ein quadratisch-
integrierbares Martingal (M,,) ist die quadratische Variation (M),, der Kom-
pensator in der Doob-Zerlegung des Submartingals M2, insbesondere gilt

(M)n = iE[(Mk — Mi—1)? | Fr—1l.
k=1

5.13 Satz (Bernstein-Ungleichung fiir Martingale). Es sei (M,,F,) ein
Magrtingal mit Mo = 0. Dann gilt fir beliebige k,3,p > 0

P(IMal) > ) < 2P((M) > #) + 2P ( max My = Mya| > p)
=1,....,n

AP —1— A
+2exp<—sup (mA—B%)).
A>0 P

Insbesondere gilt

/€2

P(| M| = #) < 2P((M)y > )+2P (kgax

\My—Mj_1| > p) +2exp (—
Tt 4
5.14 Bemerkungen.

(a) Die Ungleichung kann noch verschirft werden, indem auf der linken
Seite |M,,| durch maxj<,|Mj| ersetzt wird, vergleiche Theorem VII.6
in Shiryaev (1995).

(b) Die klassische Bernstein-Ungleichung ergibt sich mit M,, = S,,, (M),, =
Var(Sy,) und 8 = Var(S,), p = R.
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Beweis. Wir schreiben h,()\) := (e* — 1 — \p)/p? sowie
Zn(\) = exp(AM,, — hp(A)(M>n)1(k£1}ax | My — Mjy,_1| < p), n>1,

und Zp(A) := 1. Wiederum verwenden wir die verallgemeinerte Markovun-
gleichung fiir A > 0 und erhalten

P (My >, (M), < B, max [My— My1| < p)
=1,....,n
< e—/\ﬁ-‘rhp(/\)ﬁE [Zn(A)] )

Wie bei der Hoeffding-Ungleichung betrachten wir bedingte Erwartungen
und verwenden Z,(A\) = Z,—1(A) Ry (A) mit

Ru(A) = exp (A(My—My-1) = hyp(N) (M)~ (M) 1) ) 1My = M1 < p).

Wir erhalten also E[Z,(\) | Frn—1] = Zn—1(A) E[R,(X) | Fru—1]. Beachte nun,
dass fiir x € R gilt

Mle] < p) = (1420 +2” Y =) 1(al < p)

wobei im letzten Schritt h,(A) > A2/2 und 14+ Az +A2%2%/2 > (1+Az/2)? > 0
benutzt wurde. Wir erhalten

E[Rn(A) | Fr_i]
< e M=) B[] 4 \(M,, — Myy1) + hp(\) (M, — My_1)? | Frpi]
— ¢ =(n1) (1 4 1, (A) (M) — (M),

Auf Grund der Ungleichung (14 A)e™* < 1 fiir A > 0 ist die letzte Zeile
kleiner gleich Eins. Also gilt E[Z,()\)] < E[Zp(A\)] = 1. Insgesamt haben wir
gezeigt

P (M, >k, (M), < B, max [M—My 1| < p) < exp (—sup(hn—5h, (M),
k=1,...n A>0

so dass mit

P(My > k) <P((M)n > B) + P( max [My — My_| > p)

+ P (Ma > 5, (M)n <, max [My — M| <p)
=1,...,n
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sowie einer symmetrischen Abschétzung fiir —M die erste Ungleichung folgt.
Wihlt man A := r/(28 + 2kp), so ist h,(A) < A2, und es ergibt sich die
zweite Ungleichung aus

K2 K2

(B+2rp) 4B+ rp)

Ak + Bhy(A) < =Xk + BA? < -3
O

Schlieflich geben wir noch eine gleichméfige Form der Bernstein-
Ungleichung im i.i.d.-Fall an, die fiir statistische Belange von grofer Bedeu-
tung ist. Fiir einen Beweis mittels Entropiemethoden und weitere Resultate
in diese Richtung siehe Massart (2007).

5.15 Satz (Talagrand-Ungleichung (1996)). Es sei P eine abzihlbare Men-

ge und fir jedes p € P seien Xfp),Xép)j...,XT(lp) unabhingige, iden-

tisch wverteilte Zufallsvariablen auf demselben Wahrscheinlichkeitsraum mit
E[Xi(p)] = 0 und |Xl-(p)| < R fast sicher. Setze S = > Xi(p) und
o? = SUp,ep Var(S}lp)). Dann gibt es fiir beliebiges € > 0 Konstanten

c1,c2(g) > 0 mat

P (sup|S£Lp)\ > (1+¢)E [sup\S,(lp)q —|—610'I£—|—02(€)RI€2> <exp(—£?2/2), K> 0.
peP pEP

5.16 Bemerkung. Ein analoges Konzentrationsresultat gilt auch fiir die

Abschétzung von suppep\S,(Lp )] nach unten. Das Bemerkenswerte an der

Talagrand-Ungleichung ist, dass die obere Schranke allein im Erwartungs-

wert von der Komplexitit der Zufallsvariablen in der Familie P abhéngt, bei

02 wird das Supremum nur auf die deterministischen Varianzen angewendet.

5.3 Bandweitenwahl durch Kreuzvalidierung

Wir haben gesehen, dass die optimale Wahl der Bandweite eines Kernschét-
zers im Sinne der Risikominimierung in (2.1) nicht moglich ist, da das Risi-
ko von der unbekannten, zu schitzenden Funktion abhingt. Ein natiirlicher
statistischer Zugang ist daher, das Risiko selbst zu schétzen und dann ei-
ne (datengetriebene) Bandweite zu wihlen, die das geschétzte Risiko mini-
miert. Kreuzvalidierung (cross validation) bietet eine einfache und effektive
Moglichkeit, den MISE unverzerrt zu schétzen (sogenannte unbiased risk
estimation). Wir werden uns hier auf das Dichteschitzproblem und Kern-
dichteschétzer konzentrieren.

Betrachte den Verlust in L?(R?) (ISE: integrated square error) bei der
Kernschétzung fn,h von f in Abhéngigkeit von der Bandweite h > 0:

ISE,(h) := / (fon(x) — f(x))%de

R(i

- /R Fun@Pdz =2 [ fun@)f(a)do+ /R S
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Beachte, dass I SE,, (h) eine zufillige Grofe ist, deren Erwartungswert gerade
MISE,(h) := RRd(fmh,f) ist. Jedes (zufillige) h, das ISE,(h) minimiert,
fithrt sogar zu einem besseren MISE als h, der Minimierer von MI1SE,(h)
(klar?). Nun héngt ISE,,(h) immer noch von der unbekannten Dichte f ab.
Der letzte Summand ist jedoch unabhéngig von h und spielt somit beim Mi-
nimieren keine Rolle. Weil fn,h bekannt ist, miissen wir also nur den zweiten
Summanden

1) = [ Fula)f(a) dz = By (X

schitzen (dabei wird die Erwartung nur beztiglich X genommen, einer unab-
hingigen Zufallsvariable, die wie X; verteilt ist). Der erste natiirliche Ansatz
ist, den Erwartungswert durch das arithmetische Mittel zu ersetzen:

Erlfan (X012 3 Fun(X0).
=1

Dies ist jedoch kritisch, weil fmh ja selbst zuféllig und abhingig von den Xj;
ist. Beachte, dass deshalb bereits die Erwartungswerte beider Seiten nicht
iibereinstimmen diirften.» tsuve Ein solches Kriterium fiithrt zum starken
Untergldtten, weil nur der Fehler in der Stichprobe selbst verringert wird
(in-sample performance), was naturgeméf fiir Dichten nahe am empirischen
Maf der Fall ist.

Eine Méglichkeit, diese Abhéngigkeiten zu vermeiden, ist es, die Stichpro-
be (X1,...,X,) in eine Trainingsmenge (training set) (Xi,...,Xm), m <n,
und eine Validierungsmenge (validation set) (Xp41,--.,X,) aufzuspalten
(sample splitting). Man betrachtet nur Kerndichteschétzer fm,h basierend
auf den Trainingsdaten und bestimmt dessen Giite fiir verschiedene Band-
weiten h anhand der Validierungsmenge. Im vorliegenden Fall wiirde man
also die Approximation

B[ frn(X)] % —

n—m

anstreben. Nach dem Gesetz der grofien Zahlen ist die Approximation fiir
n —m — oo konsistent. Ein offensichtlicher Nachteil dieses Verfahrens ist
jedoch, dass wir nur m < n Daten fiir die Schitzung verwenden und die
Groéfse n — m der Testmenge fiir eine gute Approximation hinreichend grofs
sein muss. Trotzdem liefert dieser Ansatz hiufig gute Resultate.
Kreuzvalidierung (cross walidation) beruht auf einer Verfeinerung der

Idee der Stichprobenaufspaltung. Fiir j = 1,...,n fihren wir die sogenann-
ten leave-one-out-Schitzer ein:

D) () e L X

fad (@) = > Ku(z - X5).

n—1+
i#£]
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Der Schéitzer f F(23) it also der gewdhnliche Kernschétzer, aber basierend auf
den Daten {X L X I\ {X;}. Wir werden die Kreuzvalidierungsbandweite
als Minimierer folgenden CV-Kriteriums gewinnen:

CVi(h) = /R Funeda — 20, () mit I,(h) = Z F ).

] 1

Da in Theorie und Praxis eine Minimierung iiber alle Bandweite h € R
schwierig ist, beschrinken wir uns zunéchst auf endliche Teilmengen H,, C
R, die von n abhéngen diirfen und spiter spezifiziert werden, und definieren

hy, := argming,q, CV,(h), hy, := argming,,, MISE,(h).
Der adaptive Kernschétzer basierend auf Kreuzvalidierung ist dann
fn(x) = . (z).

Mit CVj,(h) wird der MISE bis auf den unerheblichen Term [ f? unver-
zerrt geschitzt:

E;[CVp(h)] = /}R By (fon(2)?] dz — 2E (17 (X))
= /Rd (Kh * f(x)? + %(Kﬁ % f(x) = Kp  f(2)?) — 2K, f(@f(;,;)) dz.

Daher erwarten wir, dass h,, nahe bei hy, liegt, zumindest asymptotisch fiir
n — 00. Ebenso sollte die Diskretisierung in H,, hinreichend fein sein, dass
h, und h} asymptotisch zum selben Fehler filhren. Ziel dieses Abschnitts
ist folgender beeindruckende Satz von Stone (1984), dass Kreuzvalidierung
asymptotisch fiir n — oo zu demselben Fehler fiithrt wie die optimale Orakel-
Bandweite h}, vergleiche auch die genauere Analyse in Hall and Marron
(1987).

5.17 Satz. Es sei K € L'(R?) eine beschrinkte Kernfunktion mit gleichmi-
Big Lipschitz-stetiger Fouriertransformierter:

3L > 0Vu,u' € R?: |FK(u) — FK(u)| < Lju — /|
Die Bandweitenmenge bei n Beobachtungen sei von der Form
Hy = {kn " keN, n V4 <kn~ ' < (logn)~ 1?4},

Sofern die Dichtefunktion f in einem Sobolevraum Hs(Rd) fiir irgendein
s > 0 liegt, gilt fiir den kreuzvalidierten Kerndichteschitzer f, von f

o s
n—oo infp,~o MISE,(h)

=1 (stochastisch).
Der Verlust von fn st also asymptotisch nicht grofier als der Orakelfehler.
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5.18 Bemerkung. Die exakte Form der Bandweitenmenge H,, ist relativ
unerheblich. Wir werden im Beweis im wesentlichen nur verwenden, dass
minH,, < b < maxH,, mit Orakelbandweite h’ ~ n~1/ 25+ fiir alle s > 0
gilt, max H,, logarithmisch fillt, die Diskretisierung hinreichend fein ist sowie
die Kardinalitit von H, maximal polynomiell in n wéchst.

Die Forderungen an den Kern sind recht schwach. Jeder Kern mit in-
tegrierbarer, gleichméfig Lipschitz-stetiger Fouriertransformierter erfiillt sie
(Riemann-Lebesgue-Lemma). Insbesondere werden sie auch vom Rechteck-
kern erfiillt, dessen Fouriertransformierte in LP(R) fiir p > 1, jedoch nicht in
LY(R) liegt. » vsoxe Im Beweis wird man sehen, dass die Lipschitzstetigkeit
von F K sogar durch eine schwichere Holderstetigkeit ersetzt werden kann,
wenn man H, gegebenenfalls etwas feiner wéahlt.

Man kann Funktionen f € L?(R?) konstruieren, die in keinem H*(R?)
liegen. Dies sind aber sehr artifizielle, &ufserst irreguldre Funktionen, die in
praxi nicht vorkommen diirften. Dariiberhinaus zeigt der Beweis, dass wir
nur benotigen, dass die Orakelbandweite b} logarithmisch gegen Null konver-
giert, so dass sogar eine Bedingung der Form [ log(1+ |u|)?|F f(u)|*du < oo
mit o > 0 geeignet ausreicht.

Der Beweis des Satzes ist relativ aufwindig. Der Abstand zwischen Bn,
hy und A} sollte sinnvollerweise mit den zugehorigen Risiken MISE,,(e)
gemessen werden. Man mache sich dabei klar, dass M1 SEn(iLn) zufillig ist
und nicht(!) den Fehler des adaptiven Kernschétzers f,, angibt. Wir beweisen

zunéchst einige Lemmata.

5.19 Lemma. Die stochastische Konvergenz MISE, (hy,)/MISE, (h,) — 1
fiir n — oo folgt aus den beiden Konvergenzen

(]ISEn(h) — MISE,(h)|

> — 0 (stochastisch),

hetn MISE,(h)
’( An(h) - jn(hn)) — (In(h) - In(hn))’ :
max ( MISE,(h) > — 0 (stochastisch).

Beweis. Nach Definition gilt stets MISE,(h,) > MISE,(h,) sowie

CVy(hy) < CVy(hy). Daher erhalten wir

CVp(hp) — CVi(hy) + MISE,, (hy) — MISE(h,,) _ MISE,(h)

< . _1<0.
MISE,(hy,) MISEy,(hy,)

Die Behauptung folgt nun aus der Abschétzung:

CViu(hn) — CVia(hy) + MISE,(hy) — MISE,(hn)

MISE,(hy)
_ ISEn(hn) = MISEn(hn)  ISEy(hy) — MISEy(hy)
MISE,(hn) MISEy (hy)
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o Inlln) = In(hn) o In(fn) = I ()

MISE, (hy) MISE, (hy)
> ’ISEn(iln) — MISEn(}ALn” o |ISEn(hn) - MISEn(hn)’
~ MISE,(hy) MISEy(hy)
o 2|( An(iln) — jn(hn)) — (In(iln) — In(hn))|
MISE,(hy,)
\ISE,(h) — MISE,(h)|
> 2 max < MISE,(h) )
‘( A’ﬂ(h) B fn(hn)) — (In(h) - In(hn))‘
2 pasx < MISE,(h) ) ‘ (52)
O

Wir weisen zunichst fiir jedes h die Konzentration der jeweiligen Terme
um ihren Erwartungswert nach und betrachten danach die Maxima.

5.20 Lemma. FEs gibt eine Konstante ¢ > 0, die nur vom Kern K und der
Dichte f abhingt, so dass fir allen > 1, h > 0, k > MISE,(h)(h¥/*4n~1/?)
gilt

P(|ISEn(h) — MISE,(h)| > k)

< (6n +4)exp < - c(/4/(MISEn(h)(hd/4 + n_1/2))>2/3>.

5.21 Bemerkung. Die Grofenordnungen in der Abschitzung des Lemmas
sind nicht optimal. Fiir uns wesentlich ist blof eine Exponentialungleichung
von kleinerer Grofenordnung als MISE, (h).

Beweis. Beachte bei folgenden Rechnungen, dass M1SE, (h) von unten so-
wohl durch den quadrierten Bias als auch durch den Varianzterm beschrinkt
ist, der die Ordnung n~'h~% besitzt. Wir setzen 1;(u) := e/“X1) — p(u),
l=1,...,n, und verwenden, dass (¢;(u)) i.i.d. sind mit

Elgu(w)] =0, a(u,v) = El(u)r(v)] = p(u +v) = p(u)p(v)

sowie sup, [a(u, v)|?du < 4[¢||2, = 4(2m)%|| f||2,. Aukerdem schreiben wir
¢, 1 > 0, fiir positive Konstanten, die nur von der Kernfunktion K und der

Dichte f abhéingen. Im Spektralbereich benutzen wir die Darstellung (2.2)
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und erhalten mittels Fubini
ISE,(h) — MISE,(h)
= () [ (PR () = ) = BIFK () (0) = o) 1) du

=) [ (PR )P (1@n(w) = o) = Bllgnl0) — o))
+2Re (FK (hu)” — FK (hu)p(u) (6 () — o(u))) du
1

U 2 Z
ORI EE S 3) S EUATI)

n

w)]? — [
J TR $ (1= 2Re(p(we™ X)) 4 p(w)? = (1 - [p(w)?))

k=1
+2Re (FK (hu)? — FK (b)) p(u) (@n(w) — ¢(u))) ) du

n2

(2m) "1 & -
=223 [ PRt Y Re(ue(u)in(-w) du
k=2"/R =1
e

*Re(p(u —u)) du
> [ JFE (P Re(iptuyin(—u) d

(2m)

+2

Z /d Re ((}'K(hu)Q _ fK(hu))ap(uWk(u)) du
r=1"R
=: 51+ 52 + Ss.

Fiir den zweiten Summanden S2 verwenden wir direkt die Hoeffding-
Ungleichung. Aus

2(2m) " /RdlfK(hU)\leO(U)\Iwk(—U)\ du < 4n~?h~ Y| K[

folgt
P(|S2| = k2) < 2exp(—r3/32n 32| K1), K2 > 0. (5.3)

Beim dritten Summanden S3 verwenden wir die klassische Bernstein-
Ungleichung. Die Cauchy-Schwarz-Ungleichung liefert

(2m) 1

< 2W<Ad\fK(hu) ~1Plp(u)Pdu) 1/2</Rd4\}"K(hu)]2du>l

4
< Eh—d/%}nmsn(h)\|K||L2, (5.4)

5 | / Re ((FK (hu)® — FK (hu)p(u)x () dul
Rd

/2
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wobei BIAS,(h) = ((2m)™¢ [pa| FK (hu) — 112|¢(u)[2du)'/? den Biasterm
bezeichnet. Ferner gilt

Var (2(27) / Re ((FK (hu)? — FK (hu))p(u)y (~u) du
R
< 4(27r)—2d/ / |FK (hu)? — FK (hu)||p(u)]e
R¢ JRY
-|fK(—hv)2 — FK(—hv)||e(—v)|la(u, —v)| du dv
1/2
< 4(2m) 2| K| 1 / BIASn(h)</ PR () Pla(u, o) du) s
R? R?
o/ FK(—hv) — 1||p(—v)| dv
1/2
< 4(2m) M BIAS, (0 1K 11 / / PR () Pla(os, o) dv
R? JR?
< 8BIAS,(h)*h™ || K[| 1 | K| 2| | - (5.5)
Also erhalten wir fiir P(|S3| > k3) die obere Schranke

—H§/4

2exp<

fir beliebiges k3 > 0. Mit einer Konstanten ¢y > 0 und einer Abschétzung
der Form 2AB < A2 + B? vereinfacht sich dies fiir k3 > h%*MISE, (h) zu

P(|S5] > K3) < 2exp ( — cors/ (WAMISE,(h) + n‘1/2MISEn(h))).
(5.6)

Zur Abschétzung des ersten Summanden S fithren wir die Notation

n k—1
Uni= ()Y [ IFEGP Y Re (n(i(-w)du (1)
k=2/R =1

ein (U, ist eine sogenannte U-Statistik und wir folgen nun Ideen von Houdré
and Reynaud-Bouret (2003)). Beziiglich der Filtration F,, := o(X1,..., X,)
ist Up, n > 1, ein Martingal (setze Uy := 0); denn U, ist F,,-messbar und

BlUn1 Ul 5] = r) S [ PR () Re (Bl (- du o
=1

Auferdem gilt
[Un41=Un| < (27T)dZ/RdIfK(hU)\QWnH(U)I¢z(—U)\ du < 4nh™ | K|[7.
=1

Die Standardabweichung von U, ist, wie wir sehen werden, von der Ordnung
nh~%? und wir erwarten, dass U, eine Konzentrationsungleichung von dieser
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Grofenordnung erfiillt. Die Hoeffding-Ungleichung angewendet auf U, liefert
jedoch eine suboptimale Abschitzung von der Ordnung n®/2h ¢ (wir brau-
chen o(n?MISE,), z.B. o(nh~%)). Beachte, dass wir bereits fiir |U, 41 — U,|
eine viel bessere Konzentration mit der Hoeffding-Ungleichung fiir die Diffe-
renz, bedingt auf X, 11 = x erreichen:

P(Uni1=Unl > p| Xnt1 =) < 2exp (= 0/ @nh 2| K [{24]e* - ol|%) ).

Dies impliziert

2
—p
P(|Upyr—Un| = p P(|U,yq1—U, X, 1) <2 (—)

(5.8)

Wir streben daher an, die Bernstein-Ungleichung auf das Martingal (U,,)

anzuwenden, und bestimmen dazu die quadratische Variation von U,,. Wir

benutzen Re(w)Re(z) = Re(wz + wz)/2 fir w,z € C sowie |FK(—hv)| =
|FK (hv)| und erhalten:

<U>n+1 - <U>n = E[(Un+1 - Un)2 | fn]

= (2mE |( Z [ FR @R Reltnia (- i) | 7]

(2m) =2 Z/ Rd|]—“K (hw)|?| FK (hv)|?
LlI'=1

! Re (m(—u) (alu, o) (—v) + a(u, v}y (v)) ) dudv
(27)2 Z / / FK () 2IFK () 2a (s — o) (—u)iby (v) du do

LI'=1

Wegen [ [ a(u,—v)g(u)g(v) dudv 2 0 fiir alle g € Ll(Rd) (folgt aus

a(u,—v) = Elp(u)(v)]) ist (g,h) — [ [a(u,—v)h(u)g(v)dudv eine
positiv-definite Bilinearform (Skalarprodukt) und Duahtat ergibt eine Dar-
stellung der Norm als Supremum iiber lineare Skalarprodukte:

(U)nt1 = (Un

(om0 )l Z?lwl@)dvg(u)duf
([ [ a(u,—v)g(u)g(v )dudv)1/2

= sup
gELINL2(RY),g#£0
n 2
= sup Z Xl(g)‘
9€9 "1
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mit einer abzahlbaren in der L*(R%)-Topologie dichten Teilmenge G von {g €
L' L? ¢ [ [a(u,—v)g(u)g(v)dudv = 1} (der L? ist separabel) sowie fiir
jedes g e G unabhanglgen Zufallsvariablen

9- d/d/d (u, —v)|FK (hu) > (v)g(u) dvdu, 1=1,--- n.
r¢ JR

Setzen wir noch ST(Lg) = > Xl(g), so liefert die Talagrand-Ungleichung
(angewendet auf Real- und Imaginérteil) fiir e = 1

(sup|S(g)| 2E[sup|S |} —|—claﬁ+02Rﬁ> exp(— ﬁ2/2), 6 >0,
geg geg

mit Konstanten ¢, cy > 0. Mit der Abschétzung

max( 2 E[sgp|5(9 1] ) < E[sgngég)V],
g g

sowie (A 4 B)? < 2(A? + B?) erhalten wir fiir alle 3 > 0

P ((U)n= (V)1 > 22+ 18 E(U)n = (U)n-1] + 26 R23* ) < exp(—57/2).

Wir berechnen

E{U)y = (U)p_1] = (27m) 20 /Rd /Rde(hu)]2|}"K(hv)|2\a(u, —)|? du dv
<™ K| K7Ll F117 e, (5.9)

R? < (27r)2d4/Rd /Rd|]-"K(hu)|2]-"K(hv)\2|a(u, —v)| du dv

< 8K T K | a1 f ) e (5.10)

und schliefen mit neuen Konstanten c3,cq > 0 fiir 6 > 1

P ((U)n — (Uhn-1 > esB2nh™" + c48*h2) < exp(~5%/2).

Eine grobe Abschitzung liefert fiir § = n(c33?nh~%+c4f*h=3%2) schlieklich
mit c5 > 0

P (<U>n > B) < nexp (—cs([5‘/(n2hﬂi+nh—3d/2))1/2)7 B> n2h~dqnh 342,

(5.11)
Die Bernstein-Ungleichung fiir das Martingal (U,,) impliziert daher

P(|U,| = k) < nexp(—05([75‘/(n2h7d+nh*3d/2))1/2>

+2nexp (= /G2 KL) + 2050 (= 1575 )
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Wihle 8 = &p sowie p = &'/3(n?h~¢ + nh=24)1/3 und betrachte nur noch
Werte & > p. Dann folgt mit einer Konstanten cg > 0

P(|U,| = k) < (4n + 2) exp ( — 06/?52/3/(n2h_d +nh~2?) 1/3).
Es folgt schlieflich fiir S; = 2U,,/ n? mit einer Konstanten ¢; > 0
P(|S1| > k1) < 6nexp ( —c7 (/-@1/(7’L_1h_d/2 + n_3/2h_d))2/3). (5.12)

Die Behauptung folgt durch Addition der Abschitzungen (5.12), (5.3), (5.6)
fiir S1, .52, 53 mit k; = £/3 und Zusammenfassen der Terme. O

5.22 Korollar. Fir die angegebene Bandweitenmenge H,, gilt mit stochas-
tischer Konvergenz

o |ISE(h) — MISE,(h)|

ns00 e Hin MISE,(h) =0

Beweis. Nach der allgemeinen Abschitzung (5.1) folgt aus Lemma 5.20 fiir
e>0

[ISE,(h) — MISE,(h)|
F (f?é%}i MISE,(h) > 5)
< Z 10n exp ( - C(E/(hd/4 + n*1/2))2/3)
h&Hn

< 10[Hyp|nexp ( — C(E/((maXHn)d/4 4 n71/2))2/3)‘

Aus den Eigenschaften (maxH,)%* = (logn)~ sowie |H,| < ndt! folgt die
Ordnung (logn)? im Exponential und damit die stochastische Konvergenz
gegen Null. O

Unter der Voraussetzung, dass der Kern beschrankt ist, erhalten wir
eine analoge Abschéitzung fiir den zweiten Term in der Zerlegung (5.2).
Beachte, dass sich die Abschitzungen im Beweis stark vereinfachen, falls
FK € L'(RY) gilt, was aber beispielsweise den Rechteckkern ausschliefen
wiirde.

5.23 Lemma. Die Kernfunktion K € L'(R?) sei beschrinkt. Dann gibt es
eine Konstante ¢ > 0, die nur vom Kern K und der Dichte f abhdngt, so
dass fir allen > 1, h > 0, k > MISE,(h)(h¥/* +n=1/2) gilt

P(an(h) - fn(hn)) - (In(h) - In(hn))| > /{)

< (60 +2) exp ( - c(n/((hd/4 +n V2 MISE,(h) + hf/4MISEn(hn))>2/3)_
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Beweis. Wiederum gehen wir in den Spektralbereich iiber und benutzen die
Funktion v;(u) = Xt — p(u) sowie AK}, := Kj — Kj,. Wir erhalten die
Darstellung;:

fn<h>—fn<hn>:%2<f 2 Fa )
271' /.77 nh — nhn))(u)efwx’“du

(= ZZ (2m)~ / FAK( ’“Xle_i“X’fdu.

k 1 £k

Beachte, dass diese Identitdt im Allgemeinen nur fast sicher gilt, weil fT(L_hk)
in L?(R%) nur fast iiberall festgelegt ist. Wir schliefen:

= n(nl—l) Z Z(QW)_d/ (fFAKh(u)(ei“(X’_X’“) - @(u)gp(—u))) du

k=1 12k R
9 n k—1 » N
- S o [ Re (AR @nuin(-)
g - T d €
+ k:1(2 ) /RdR (}"AKh( ) (u) i ))
=T +T5

Bei genauerem Hinsehen stellt man fest, dass der Term 77 dieselbe Struktur

wie der Term S7 im vorigen Beweis hat sowie T dieselbe Struktur wie Ss.

Allerdings erscheinen die Fouriertransformierten des Kerns in anderer Weise.
Zur Behandlung von T5 setzen wir

B :={w e R? ||FK(w)| > 1/2}
und bemerken, dass |1 — FK (w)| > 1/2 fiir w € B gilt. Wegen FK € L*(R%)

ist das Lebesguemaf A(B) von B endlich. In Analogie zu (5.4) erhalten wir
mit der Cauchy-Schwarz-Ungleichung

121(27r)_d/du:AKh(U”’¢(U)||¢k(—u)|du
R

<sem ([ 1FariPlewPd) Cxn )

+ </Rd\h_lB]]-"AKh(u)]zdu)1/2(/Rd\h_lB\go(u)qu)l/Q)
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1
< %(27r)_d/2(<QBIASn(h)2 +2BIAS, (h,)?)

/Qh—d/Q)\(B)l/z
+ 1K |2 (2092 + 2h;d/2)23msn(h)).

Wegen MISE,(h) > MISE, (h,) erhalten wir mit einer Konstanten ¢; > 0

%(%)_d /Rd!}"AKh(u)H@(u)\lwk(—u)! du < eyn” P MISE, (h).
Mit entsprechenden Abschétzungen folgt wie in (5.5) fiir ein ca > 0

Var <2(27T)_d /Rd\fAKh(U)|¢(U)|¢k(—U)|dU) < con'PMISE,(h)’.
Die Bernstein-Ungleichung liefert demnach
P(|Ts| > #2) < 2exp ( K2 /(4(02MISEn(h) + cmg)n’lﬂMISEn(h))).

Zur Behandlung von T} setzt man wie im vorigen Beweis

n k-1
Uni= 3250 [ Re(FAK i a)in(~)) du
k=2 I=1 R
n k—1
= (AKh(Xz — X)) — Ef[AKL(X) — X3) | X]
=2 I=1

— Ef[AKR(X) — Xi) | Xp] + Ef[AKR(X) — Xk:)])-

Jeder Summand [ FAK}, (u)y(u)r(—u) du ist gleichméfig von der Gréfen-
ordnung h=?% 4 h-?, wie sofort aus der Darstellung im Ortsbereich und der
Beschranktheit von K folgt. Wie in (5.8) liefert die Hoeffding-Ungleichung ei-
ne exponentielle Abschitzung von |U, 1 —U,| der Ordnung n/2(h=¢+h,%).
Vollkommen analog wendet man die Talagrand-Ungleichung auf die ent-
sprechende quadratische Form an mit der Grofenordnung n(h~% + h, %) fiir
E[{(U)pn+1 — (U)n], vergleiche (5.9). Fiir die gleichméfige Schranke R in der
Talagrand-Ungleichung schitzen wir teilweise im Fourier- und teilweise im
Ortsbereich ab:

(2w)—2d( /R L AR FAKL (o) (w)in(—v)a(u, ~0) dudo
< (zw)—Qd(‘Q/Rd FAK (w)p(u) dur
+] [ AR W) 0n) PR ¢ o))

<8+ hy DK |72 )1f 117 + /Rd(AKh * (0x, — f))(2)*f(x) do
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<8+ hy YK I3l F 12 + IAK oo |AK, * (8x, — ) 211 22
<8 Al (I L 2

1K loe (02 4 by )| K |12 + 1£]1 g2 + BIASu(h) + BIAS, (ha) ) ).

Diese Abschiitzung zeigt, dass R? von der Ordnung O(h~34/2 4 h;gd/Q)
ist, vergleiche auch (5.10). Da sich die Gréfsenordnungen der Abschétzungen
nicht gedndert haben, erhalten wir fiir T} die gleiche Abschitzung wie (5.12):

P(ITi| > #1) < Gnexp (—es(ir/(n (=W 24h %) 4032 (h= 4 1)) ),

wobei ¢z > 0 eine Konstante ist und s > n~ (h~%2 + h;dm) +n =32 (h— 4
h-4) beliebig ist. Es bleibt, die Abschitzungen fiir 77 und T, zusammenzu-
addieren und zu vereinfachen. O

Beweis von Satz 5.17. Zunéchst weisen wir MISE, (hy)/MISE,(hy,) — 1
nach. Gemaf Lemma 5.19 reicht es dazu, die stochastische Konvergenz der
beiden Maxima in (5.2) gegen Null zu zeigen. In Korollar 5.22 ist die Kon-
vergenz des ersten Maximums bereits erbracht worden. Da Lemma 5.23 die
gleichen Abschitzungen liefert, wenn man h, € H, beachtet, erhalten wir
vollkommen analog auch die Konvergenz des zweiten Maximums gegen Null.

Wie bereits angemerkt, ist M ISFE(h,) nicht der Fehler von f,. Das Ko-
rollar 5.22 liefert aber gerade stochastische Konvergenz

b oo |ISE(h) — MISE, (b))

=0.
n—o0 heH, MISE,(h)

~

Zusammen mit MISE, (hy,)/MISE, (hy,) — 1 folgt daher

lim |ISEn(hn) B MISEn(hn)|

Jim MISE, (hn) = 0 (stochastisch) (5.13)

~

oder dquivalent ISE,(hy)/MISE,(hy,) — 1 (stochastisch).

Es bleibt, die Abweichung von MISE,(hy,) in Bezug auf das eigent-
liche Orakelrisiko MISE,(h}) zu ermitteln. Bei der Wahl von H, be-
achte, dass wir nur Bandweiten h > n~'/% zu betrachten brauchen, weil
fir h < n~'/? der Varianzanteil in MISE, (h) nicht gegen Null konver-
giert. Aufierdem impliziert die Annahme f € H*(RY) fiir ein s > 0, dass
die Orakelbandweite h* von der Ordnung n~/(s+4) ist und damit klei-
ner als (logn)~%1'2. Dann gilt fiir den Diskretisierungsfehler MI1SE,(hy,) —

infhe[n_l/d,(logn)_12/d] MISE, (h), dass der Varianzanteil von der Ordnung

|(n1/dhn)_d . (’I’Ll/dh;)_d| < d|n1/dhn o nl/dhm < dnl/d_d_l(logn)_d/m
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ist (beachte |A~%—B~4| < d|A— Bl fiir A, B > 1), was um Grékenordnungen
kleiner ist als MISE,(h}) > n~!. Der Biasanteil ist bestimmt durch

sup
|6]<n—d=1

/Rd(VK(h““)Q — |FE ((hn + 8)u)*)o(u) P du] .

Benutzen wir nun die gleichméfige Lipschitzstetigkeit von FK, so ist das
Integral von der Ordnung

/ (1 A [6u]) o) du < / 5ul M () Pdu < 1512 £ e

Also ist der Biasanteil im Diskretisierungsfehler ebenfalls von kleinerer Ord-
nung als n~2/(25+4)  die Ordnung von MISE,(h}). Wir haben insgesamt
gezeigt, dass der Diskretisierungsfehler vernachlassigbar ist:

1o MISEn(hy) — MISE, (k)
a5 MISE,(ht)

=0.

Dieses deterministische Konvergenzresultat ergibt zusammen mit (5.13) die
Behauptung. O

5.4 Thresholding und Wavelets

In diesem Abschnitt betrachten wir wiederum ein Signal in weiffem Rauschen

o

und das dquivalente Folgenraummodell beziiglich einer Orthonormalbasis
(Pr)k=1

1
g
Yk = / ep(t)dY; = fro + —=C» k=1,
0 ' Vn

mit fr = (f, ¢k)r2 und ¢ ~ N(0,1) i.i.d. Bei Wahl einer geeigneten Basis
(pr) konnen wir hoffen, dass sich f bereits durch wenige Koeffizienten f,
gut darstellen ldsst, das heikt die meisten Koeffizienten sehr klein sind. Die
beobachteten empirischen Koeffizienten y streuen um die wahren Koeffizi-
enten fi jeweils in der Grésenordnung ﬁ Die Idee des Hard-Thresholding
ist nun, jeden Koeffizienten fj direkt durch yi zu schitzen, sofern |yg| > %

gilt, andernfalls jedoch durch Null zu schitzen (keep or kill). Wir setzen fiir
K € N und einen Schwellwert x > 1
a d
; #(hard A(h
Jlerd = 3R o B = (ol > 5 ).
k=1

Falls |yg| nicht viel groker als das Rauschniveau ist, so ist der stochastische
Fehler im Allgemeinen nicht kleiner als das Signal, und es zahlt sich aus,
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auf Kosten eines Bias die Varianz auf Null zu reduzieren. Das Verfahren
kann auch als multiples Testproblem interpretiert werden, wo jeweils die
Hypothese Hy, : fr = 0 getestet wird, oder aber als Modellwahlproblem, wo
unter allen Teilmengen der Indexmenge ausgewahlt werden kann.

Erwiinschter Nebeneffekt dieser Methode ist eine starke Datenkompres-
sion ; f (hard) wird im Allgemeinen wenige Koeffizienten ungleich Null be-
sitzen, zumindest wenn f nur wenige signifikante Koeffizienten besitzt, das
heifst solche vom Betrag grofer als das Rauschniveau. Diese sparsame Ba-
sisdarstellung (sparse representation, sparsity) ist ein wichtiges Paradigma
moderner Statistik und Bestandteil vieler Methoden (z.B. LASSO).

Fiir die Analyse des Hard-Thresholding betrachten wir zunéchst die Ora-
kelwahl f(Orakel € {0,yr}, 1 <k < K. Wegen

2 (Orakel)
#(Orakel o /TL, f 0,
Ef[(flg - fk)Q] = {f2 karakel) -
ko k =
ist fkomkel e L1(] fr] = %) die Orakelwahl, und der Orakelschétzer besitzt

das Orakelrlslko

R K 2
B (IO — fI%a] = (R AT+ D £

k=1 k>K

Zum Vergleich betrachte einen Projektionsschétzer f v auf die ersten M
Koeffizienten mit MISE

M 9
Esllliar = flFal = 3"+ > Ak

k=1 k>M
Wir sehen also, dass fiir M < K der Orakel-Thresholding-Schitzer stets min-
destens genauso gut ist wie ein Projektionsschitzer. Insbesondere erhalten
wir daher fiir die Fourierbasis und Funktionen f aus Hp,,.([0,1]), s > 0, die
optimalen Minimaxraten, sofern nur K > (2s_5|| f|5 2)1/@s+1) gewihlt ist. Bi-
ne kanonische Wahl von K ist im Regressmnsproblem die Stichprobengrofie
n, weil die n Daten maximal zu n linear unabhéngigen empirischen Koeffi-
zienten fiithren kénnen (fiir K > n bricht die Analogie zum Signal im weifsen
Rauschen zusammen). Asymptotisch ist ein solcher Orakel-Schétzer dann
raten-optimal in der Skala aller Sobolevrdume der Ordnung s > 0. Die Hoff-
nung, dass der Thresholding-Schéitzer damit ein adaptiver raten-optimaler
Schatzer ist, erfiillt sich fast, das heifst bis auf einen logarithmischen Faktor.

5.24 Satz. Betrachte im Folgenraummodell den Hard- Thresholding-Schdtzer
hard) F(hard
flhard) Z Bk, F0 = (el > 5-%)
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mit Kk = 2 und K € N sowie den entsprechenden Orakel-Thresholding-
Schitzer fOT%el)  Dann gilt folgende Orakelungleichung fir beliebige f €
L?([0,1])

B[/ = I < (4R34 1) B[ FO D~ f a4 (K 5+ ) e 2

Bei Wahl von k = /2log K (v/2log K heifit universal threshold) gilt dann
insbesondere

£(har £(Orakel) ‘fH
(|| fherd) — £112,] < (8log K +1) E[J| fOkeD — ]2 4 (2 4252 ) /log K K/ VI8 K

Beweis. Die Idee ist es, den Fehler in jedem Koeffizienten in vier Fille auf-
zuspalten, die sich durch Thresholding / kein Thresholding im Fall grofter /
kleiner Koeffizienten ergeben (k < K):

Ef[(f = £1)%] = Brlwnt (el > 5-5) — fi)?]
= Efl(yr — fi)*1lyel > w5, 1fsl < )]
+Epl(yn — fu)* Uywl > w7 [ fil > )]
+Eg[fR1(yel < k5, [l > 26 7)]
+Ef[fi 1yl < 85, il < 265)]
=T +Tr+T3+ T}

vi

Die Terme T} und T3 werden mittels groffer Abweichungen fiir normalverteilte
Zufallsvariablen abgeschitzt, wihrend T5 und Ty bis auf den Schwellenwert
 den entsprechenden Fehlern beim Orakelschétzer entsprechen; wir erhalten

Ty <E[ZGL(fl > %)) = S 1/l > %)

sowie Ty < f21(|fx] < 2&%) und somit

T+ Ty < (1+462)(fE N D).
Fiir T verwenden wir das Integral
1 &0 _12/2 1 _22 o0 _22 A _A22
— ze dxz(—:z:ez/oo+/ em/dm>:—e 1211-d(A
\/27r/,4 ) V2T A A V2T (4)
sowie die Abschitzung 1 — ®(A) < ﬁe*“pm fiir A > 1, so dass wegen
K=>=2

o? o?k—14(k—1)"" 2 o’ K 2
Ty < —Ef[¢1 >k—1)] < — —(s=1)%/2 —(k—1)2/2
< TEaal > won) < T EC D 2,
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gilt. Wir schliefen in dhnlicher Weise

K —K
Ty < f2P(Gl > 5 %) < fR e /2.
In Summe ergibt sich also
Ef(F"" — fi)?] < L+ 4R2)(FF A D) + (5 + 1) Lo 12,

Fiir den Orakelschétzer gilt ja Ef[(f(orakel) fi)?] = f2 %2, so dass Sum-
mation iiber k € {1,..., K} ergibt

EfomM@_fH%]<(1+@9)Emf“"“ﬂ”aﬂ@ﬂ FK A I3) e 02,

wie behauptet. Einsetzen liefert das zweite Resultat. 0

Die Wahl der universal threshold x garantiert insbesondere, dass der
Restterm in der Orakelungleichung in n und K von kleinerer Ordnung als
2
o(%-KP) fiir alle p > 0 ist, so dass im wesentlichen die Grofenordnung des

parametrischen Fehlers %2 gilt, der fiir nichtparametrische Probleme vernach-
lassigbhar ist. Beachte, dass im asymptotisch dquivalenten Regressionsmodell
n Beobachtungen vorliegen und daher K = n eine kanonische Wahl ist. Im
folgenden werden wir daher sehen, dass der Hard-Thresholding-Schétzer Mi-
nimaxraten bis auf einen logarithmischen Faktor erreicht.

Der Hard-Thresholding-Schétzer ergibt sich dquivalent auch durch das
Minimierungsproblem » tsuxe

K

A . 2

FOD = argmningeapanor, o) ( S0~ 90 + K22 € (1. K g £ 0] ).
k=1

£0-Penalisierung

empirisches Risiko

Diese Idee der Minimerung des empirischen Risikos plus eines Strafterms, der
eine spérliche Darstellung bewirkt, wird auch fiir viele komplexe Schétzpro-
bleme, verwendet. Allerdings fiihrt ¢°-Penalisierung nicht auf ein konvexes
Minimierungsproblem in den Koeffizienten und ist daher oft nicht einfach
berechenbar (NP-hartes Problem). Als sogenannte konveze Relazation erhélt
man die /!-Penalisierung

K K
A(soft
f(SOf )= ArgMiNgegpan(pr ... o5 ( ; Yk — 9k) St /if Z‘QH )

empirisches Risiko  ¢1-Penalisierung

Hier lassen sich die Koeffizienten der Losung wiederum auch explizit
angebenp Usuxe :

B = (g = w5%) 4 — (e + 5%5)-—
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Der Schétzer heifit Soft- Thresholding-Schatzer. Auch unter statistischen Ge-
sichtspunkten ergeben sich Vorteile des Soft-Thresholding. Insbesondere ist
der Schitzer stetig in den Daten und im Schwellwert k, so dass geringe
Schwankungen in den Daten oder in k zu &hnlichen Ergebnissen fiihren,
was beim Hard-Thresholding nicht notwendigerweise der Fall ist. Die sta-
tistische Theorie beider Thresholding-Verfahren ist sehr &hnlich, auch beim
Soft-Thresholding ergibt sich eine entsprechende Orakelungleichung mit lo-
garithmischem Faktor unter der universal threshold k = v/2log K.

Fiir die sparsame (sparse) Darstellung von Funktionen sind Wavelet-
Basen besonders gut geeignet. Wir fithren die Theorie anhand der einfachen
Haarwavelets vor, die Resultate lassen sich aber alle auf allgemeine Wavelet-
basen (1) verallgemeinern, siehe z.B. Hardle, Kerkyacharian, Picard, and
Tsybakov (1998). Fiir eine anwendungsorientierte Ubersicht und Diskussion
von Waveletmethoden in der Statistik sei (Nason 2008) empfohlen.

5.25 Definition. Setze QO(.’I?) = 1[071}(56), 1/)(.73) = 1[071/2](13) — 1[1/2,1](33)
sowie fiir j € Ng, k=0,...,27 — 1

Yik(r) = 22922 — k) = 22 (Lpgs (kg1 /22 (%) = Lghraj2)2—, (e 1)2-9])-

Man nennt (v;) Haar-Wavelets, 1 Mutter- Wavelet und ¢ Skalierungsfunk-
tion. Mit der Notation v¢_1 j := ¢ bildet (¢j;);>—1k eine Orthonormalbasis
in L%([0,1]), die Haar- Wavelet-Basis.

Weiterhin ~ betrachten wir die Approximationsrdume Vj =
span(vjp, —1 < j < J,k = 0,...,27 — 1), J € N, sowie die Orthogo-
nalprojektionen I1; : L2([0,1]) — V.

Die Approximationsriume V; lassen sich durch
Vy={f € L*([0,1]) | f ist f.ii. konstant auf (k27 (k+1)"7], k =0,...,27 -1}

beschreiben und besitzen die Dimension 27. Anhand einfacher Beispiele wol-
len wir die Approximationseigenschaften der (Haar-)Wavelets ergriinden.

5.26 Beispiele.
(a) Betrachte f € C*(]0,1]) mit o € (0,1] und Hslderkonstanten L > 0.
Wir erhalten:

(k+1/2)277

(bl =22 [ (@) = flo+ 27 do| < L2,

Damit folgt als (linearer) Approximationsfehler
If ~TLfl2e = S (fougu)? < L2 S 29279@etD) — gp29-2a,
j=Jk i=J

Beziiglich der Dimension von Vj ergibt sich die Schranke
212 dim(V;) 2. Dies hatten wir auf anderem Wege bereits in Beispiel
3.22(a) gesehen.
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(b) Betrachte die einfache Sprungfunktion f(z) = 1p 4(z) mit s € (0,1).
Dann gilt offenbar (f, ;) = 0 im Fall s ¢ (k277, (k + 1)2’1')‘ sowie
0] < I lollln = 27972 m Fall s € (K27, (k + 1)27). Mit
kj = |s27] ergibt sich also kurz |(f,¥;x)| < 2779/21(k = k;).

Als linearen Approximationsfehler erhalten wir

If —Tofll7e < ) (fop)? <Y 277 =277

i>Jk i>J

Dies ist dieselbe Rate wie fiir f € C%([0,1]) mit a = 1/2. In der Tat
kann man zeigen, dass die Sprungfunktion jede Glattheit s < 1/2 im
L2-Sobolev-Sinn besitzt (bestimme z.B. die Fourierkoeffizienten), al-
lerdings ist die Grobe der Wavelet-Koeffizienten grundverschieden vom
Holderfall, weil auf jedem Niveau j nur ein Koeffizient die Ordnung
279/2 besitzt, anstatt dass alle Koeffizienten die maximale Ordnung
277 besitzen. Die Sprungfunktion hat also bedeutend weniger signifi-
kante Wavelet-Koeffizienten. Falls wir diese Koeffizienten kennen wiir-
den, so kénnten wir mit entsprechenden N Basisfunktionen einen sehr
viel kleineren (nichtlinearen) Approximationsfehler erreichen (beste N -
Term-Approximation):

Hf_ Z {f, %, Wy, = Z <f71/fj,kj>2=2*N+2.

—1<GEKN-2 12 j=N-1

Bei analoger Wahl N = dim(V) = 27 wie im linearen Projektionsfall
wire der Fehler also dufserst klein (hyperexponentiell in J).

(¢) Betrachte nun eine Funktion f, die a-Holder-stetig mit o > 1/2 ist,
jenseits von einer Sprungstelle s € (0,1). Dann kénnen wir f als Li-
nearkombination der Funktionen aus (a) und (b) schreiben. Die Gro-
fenordnung der Approximationsfehler ergibt sich als Summe aus (a)
und (b), d.h [|f =TI, f||2, = 0(2_{), aber ”f—fZJH%Q = 0(27227) fiir
die beste N-Term-Approximation fy. Die lokale Nichtregularitidt von f
bei s ist also unwesentlich fiir den Approximationsfehler. Wie wir sehen
werden, konnen Funktionen mit lokalen Irregularititen (wie Spriingen
oder Spitzen) in LP-Normen bzw. in ¢’-Normen fiir ihre Koeffizienten
mit p < 2 recht gut beschrieben werden.

5.27 Definition. Eine Funktion f € LP([0,1]) liegt im Besovraum
B;,(10,1]) mit s > 0, p,q € [1,00], falls fiir den LP-Stetigkeitsmodul

wn(fyh)p == sup A7 fllrroi—n), Ayf(x) = flz+y) — f(z),
o<y<h

mit n = [s] + 1 und ALf := A?71 (A, f) gilt (299w, (f,277),)30 € €4. Der
Besovraum wird normiert durch

1l = 11w+ || 2 wn(£,277)5);50

¢a
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5.28 Bemerkung. Man kann zeigen, dass B, ([0, 1]) ein Banachraum ist.
Fiir p = ¢ = 2 und s ¢ N ergibt sich der L?-Sobolevraum B3 ,([0,1]) =
H#([0,1]) (definiert z.B. durch Restriktion von H*(R)) sowie fiir p = ¢ = oo
und s ¢ N der entsprechende Hélderraum B3, ([0, 1]) = C*([0,1]). Mit der
Besovnorm wird also die Glattheit einer Funktion im LP-Sinn gemessen, der
Parameter ¢ ist eher unwichtig und liefert nur noch ein Fine-tuning.

5.29 Lemma. Die Haar-Wavelet-Koeffizienten einer Funktion f €
B, ,(10,1]) erfillen im Fall s € (0,1)

(Gl (XA

|sp.a-

<
ep)po”w <lif

Insbesondere gilt also

271

D PPN T )P < |IFI1E
k=0

S7p’p'
70

Beweis. Wegen s < 1 betrachten wir n = 1 und erhalten fiir jedes 7 > 0 mit
der Jensenschen Ungleichung

2-1 (k+1/2)2 ‘ p
Z il =3 22 [T () - a2 de
Y1 a(k1/2)27 .
<3 o2y / f@) = fo 2P da
k=0 k277

< 2j(1_p/2)w1(f,2_j_1)p.

Dies impliziert 27(1/2- 1/7’)(Z2J L(f, Vi) |P)VP < wi(f,27971),, und Einset-
zen in die Definitionen liefert das Ergebnis. O

5.30 Bemerkung. Auch mit einem geeigneten Faktor multipliziert, kann
die Ungleichung nicht immer auch in die andere Richtung gelten, da ei-
ne Funktion mit nur endlich vielen Haar-Koeffizienten ungleich Null eine
Sprungfunktion ist und nicht in allen By, mit s € (0,1) liegt. Sogenannte re-
gulare Wavelet-Basen erlauben jedoch gerade eine Norméquivalenz zwischen
den Besovnormen und den wie oben gewichteten Folgenraumnormen in den
Koeffizienten, vergleiche z.B. (Wojtaszczyk 1997, Cor. 9.10). Im Zusammen-
hang mit dem Folgenraummodell erlaubt dies eine gewichtete /P-Analyse der
Schitzprobleme, wobei der Fall p < 2 gerade sparsity codiert.

5.31 Beispiele.
(a) Betrachte die Sprungfunktion f(z) = 1j9q)(z), a € (0,1). Dann gilt
wi(f, )y = [, 1Pdz = h fiir h € (0,a] und daher 275w (f,277) € (>
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genau fiir s < 1/p. Wir schlieken f € Bl/p ([0,1]) (fiir p = 1 benétigen
wir dazu allerdings die ebenfalls korrekte Abschétzung fiir wa(f, h)p)
sowie f € B, ([0,1]) fiir s < 1/p im Fall ¢ < c0.

(b) Betrachte f(z) = z* mit a € (0,1]. Eine klassische Analyse beruht
dann auf der Beobachtung, dass f'(z) = az®~! in LP([0,1]) fiir p <
(1 — a)~! liegt. Im Sinne der LP-Sobolevraume W™P der Regularitit
m € N gilt also f € WP fiir alle p < (1 — a)~!, insbesondere f €
Wh2 = H! fir a > 1/2. In der Skala der Besovriume mit s < 1
schitzen wir den LP-Stetigkeitsmodul mittels A, f(z) = f;”y f! ab:

1-h Tty P
g s, [ (o) e
Y x

h 1
g/ h“pdx—i—/( TP da < RITOP 4 gOTohITeR,
0 h

Somit gilt 275wy (f,277), < C2/6~21/P) mit einer Konstanten C' > 0.
Wir schliefen also 275w (f,277), € £ fiir s < a + 1/p sowie
275wy (f,279), € 4 mit ¢ < oo fiir s < a + 1/p. Dasselbe Resultat
folgt analog auch fiir wy,(f,277), mit n > 2, so dass f € Bﬁ;l/p fr
alle p € [1,00] gilt. Im Fall p = oo erhalten wir gerade die Glattheit
a als Holder-Regularitiit, im Fall p = 2 (L2-Sobolev-Klasse) gewinnen
wir jedoch eine halbe Glattheitsordnung, im Fall p = 1 sogar eine gan-
ze Glattheitsordnung. Fiir ¢ < oo erreichen wir mit s < a+1/p jeweils
nicht ganz diese Glattheitsordnung, vergleiche auch die » vsuve ent-
sprechenden Einbettungen der Besovrdume. Wie wir oben gesehen ha-
ben, spielt fiir unseren statistischen Schéitzfehler im MISE bei der Pro-
jektionsmethode gerade die L?-Sobolevklasse die entscheidende Rolle.
Durch Verwendung von Wavelet-Thresholding-Schitzern konnen wir
sogar LP-Glattheiten mit p < 2 ausnutzen.

5.32 Satz. Betrachte den Orakel-Thresholding-Schdtzer im Folgenraummo-
dell beziiglich der Haar-Wavelet-Basis und mit K = 27 > n/o?. Dann gilt

fiir f € By,(10,1]) mit p € [1,2] und s — 2 SorT %

E [ SR — fl[F2] < Crmax (|| fII2 50 1/

S,P,P

‘2/ 2S+1))< )23/(25+1)
mn

mit einer Konstanten C1 > 0. Fiir den entsprechenden Hard-Thresholding-
Schatzer mit der universal threshold k und der zusdtzlichen Figenschaft K =
27 < con/o? fiir ein co € [1,00) folgt daraus

f(har s o2 log(n o2\ 25/(25+1)
Ef [ f*0D — f[122] < Comax (|| fI|2,, . |2/ 32e5D )(72/))

$,PsP

mit einer Konstanten Cy > 0.
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Beweis. Nach Lemma 5.29 gilt fiir die Waveletkoeffizienten fji, = (f, ¥jx)

29 -1

ZQS(J-H/I? 1/2)p Z |f]k|p ||f||spp

70

Wihle nun den Index J, € Nmit J, < J so, dass 27+ von der Gréfsenordnung
(n]| f] ip?p/a?)l/(%“) ist, was der raten-optimalen Wahl bei der Projektions-
methode entspricht. Dann ergeben sich mittels obiger ¢P-Abschétzung drei
verschiedene Zonen in j bei der Risikoabschétzung:

Ef(If O — flgel = D fn G+ D S

j<Jk j=Jk
JSO' p o P D 2/p
<2 + Z | Fiwl” 5 nl St ( Z | fix] )
Js<g<Jk i>Jk
2s/(2541) | o2 o, B Yy B
< | 2D (22)* | 2,2 U | p2 o=2I(s1/2-1/p)
o2\2s/(2s+1) 2s/(25+1) 2(s+1/2—1/p)
< o (IR0 ()2 | 2 e (22) 2By 2 (22) 20210

mit Konstanten cj,co > 0. Wegen s +1/2 —1/p > s/(2s + 1) folgt daher
die behauptete Abschitzung fiir den Orakelschétzer. Mit der Orakelunglei-
chung aus Satz 5.24 impliziert dies sofort die Abschitzung fiir den Hard-
Thresholding-Schétzer. O

5.33 Beispiel. Eine Lipschitz-stetige Funktion f mit endlich vielen Sprung-
stellen liegt in B, ,([0,1]) fiir s < 1/p, weil Sprungfunktionen in diesem
Raum liegen, ebenso Lipschitz-Funktionen wegen » vsexe BL ([0,1]) C
B, ,([0,1]), s < 1, und f als Linearkombination dieser Funktionen im sel-
ben Besovraum liegt. Nach obigem Satz hat der Wavelet-Hard-Thresholding-
Schiitzer demnach die Rate (n/logn)~2%/(5tD fiir alle s < 1/p, sofern
s—% > 5o — 1 erfiillt ist. Fiir p = 1 kénnen wir jedoch gerade s € (1—¢,1)
mit € > 0 hinreichend klein wihlen, so dass die letzte Bedingung erfiillt
ist. Diese Argumentation iiber Besov-Glattheiten zeigt, dass wir die Rate
(n/logn)~2/3t< fiir jedes & > 0 erreichen, was fast der Rate fiir Lipschitz-
Funktionen ohne Spriinge entspricht. Ein lineares Verfahren wie Projekti-
onsschiitzung hitte demgegeniiber nur die L?-Sobolev-Glattheit s < 1/2
ausgenutzt, was zu einer Rate der Ordnung n~/2 im MISE fiihrt. Fiir solche
Funktionen ergibt Wavelet-Thresholding also bedeutende Effizienzgewinne.
Andere nichtlineare Schitzverfahren wie lokale Bandweitenwahl bei Kern-
schitzern oder adaptive Knotenwahl bei Spline-Schétzern erlauben dhnliche
Resultate, jedoch mit aufwindigeren Beweisen. Es sei hier betont, dass sich
die Einfithrung der Besov-Glattheitsklassen als ein gutes allgemeines Kon-
zept bewidhrt hat, diese Konvergenzraten abzuschétzen ; unsere detaillierte
Einzelanalyse fiir Waveletkoeffizienten von Sprungfunktionen zeigt nur noch,
dass wir sogar genau die Rate (n/logn)~2/3 erreichen.
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5.5 Lepski-Methode

Ein sequentielles Testverfahren ist das Herz der Lepski-Methode. Sie findet
als adaptives Schitzverfahren von Funktionalen Anwendung und wurde ur-
spriinglich zur lokalen Bandweitenwahl fiir Kernschétzer entwickelt. Die fun-
damentale Idee ist, aus vorliegenden reellwertigen Schitzern Jo, V1, ..., 0k,
deren Varianz mit wachsendem Index fillt und deren Bias im Schnitt wéchst,
sequentiell die Hypothesen Hj Jo = 191 = ... = 9 zu testen. Slnd
Hy, Hy, ..., H; akzeptiert, weicht Jedoch ﬁkﬂ 51gn1ﬁkant von 190,791, ... ,ﬁk
ab, so lehne Hj.+1 ab und wéhle k = k. Der Schitzer U := 19 sollte dann
unter den Schitzern ﬁk, die einen quadrierten Bias von kleinerer Grofsen-
ordnung als die Varianz besitzen, die kleinste Varianz besitzen. Natiirlich ist
die mathematische Analyse von ) komplexer, und es bedarf einer genauen
Festlegung der Tests und ihrer kritischen Werte.

5.34 Definition. Als konkretes Modell betrachten wir das Regressionspro-
blem
YL:f(xl)—’_E’L? izla"'u”?

mit (g;) i.i.d., E[g;] = 0, E[e?] < oo und Design (z;) € RY. Die Verteilung
von ¢; sei bekannt. Als Schéitzer von f an der Stelle zg € R? verwende fiir
Bandweiten hg < hy < - -+ < hg die Nadaraja-Watson-Schitzer

Gy e izt il (20 — @)
Yoy Koy (w0 — i)

wobei eine Kernfunktion K : R — [0,00) mit Triger in {z € RY | |z| < 1}
gewahlt sei. Setze s := Var(d;), skj = Var(d), — 9;) und nimm oo > so >
§1 > -+ > SKg an.

Fiir positive kritische Werte z;, k =0,..., K — 1, zg := 1 bestimme den
Schiitzer O := 19 gemaf der Lepski-Methode als

k= inf{k:O,...,K 3j <k: |91 —1§j| > ZjSk41,j + Zk41Sk+1 }/\K.

Folgender Algorithmus beschreibt die Lepski-Methode iterativ:
e initialisiere k:=0;

e wiederhole ~ ~
falls Vj=0,...,k: |[Jg41 — ﬂj’ < ZjSk+1,j + Zk+1Sk+1,
erhdhe k um eins,
sonst stoppe;
solange, bis k= K;

e Setze k:=k.
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Zur Analyse der Lepski-Methode vergleichen wir ¥ mit einem Orakel-
Typ-Schiitzer Jj+. Der Fehler durch zu spites Stoppen {l:c > k*} wird direkt
durch die Methode beschriankt, wihrend zu frithes Stoppen {l;: < k*} durch
eine geeignete Wahl der kritischen Werte kontrolliert wird.

5.35 Lemma. Fir jedes k* =0,1,..., K — 1 gilt

,l§ - 1’9’ * ]_ ]2: k* < * y * y ) .
| ke|1(k > k%) < k*ggﬁ_l(zk Sj+Lhr T 2j+185+1)
Beweis. Die Definition der Lepski-Methode impliziert, dass aus k > k* ins-
besondere 3

|’l9 - 19,19*| < 2k Sf, g+ + 2.8

folgt. Die rechte Seite wird durch das Maximum wegen ke {k*+1,...,K}
abgeschitzt. O

5.36 Bemerkung. Die Ungleichung ist fiir alle Realisierungen von (Y;) per
Konstruktion wahr, nicht nur fast sicher. Wir sehen, dass der Fehler durch
spates Stoppen umso kleiner ist, je kleiner die kritischen Werte (zx) gewéahlt
sind.

5.37 Definition. Wir sagen, dass die kritischen Werte unter der Null a-
kalibriert sind, falls fiir einen Konfidenzparameter o > 0 gilt

K-1
Z EO [19]21(3[ < ] . |19j+1 - 191| > ZlSj+17l)i| < 048%(.
7=0

Eine kanonische Wahl zur Kalibrierung unter der Null erfolgt iterativ.
Wihle zunéchst zg > 0 so, dass

K-1
~ ~ ~ o
Z Eq [75‘?1(‘1934_1 — Jo| > Zosj_g_l,o)} < ?8%(
j=0
gilt. Fiir gegebene zg, ..., zx—1 wihle dann z; > 0 geméfs
K-1

Z EO [19?1(|’l9j+1—19k| > Zij_f_Lk,Vl <k: |’l9j+1—’l91| < Zl5j+1,l)] < %S%{
j=k

Eine Summation dieser Ungleichungen ergibt genau die geforderte Kalibrie-
rungsbedingung. In der Praxis bestimmt man die kritischen Werte, indem
man die Lepski-Methode auf den Fall reinen Rauschens (f = 0) anwendet,
jedoch den Term zj415;11 in den Tests jeweils wegldsst. Der Orakel-Index
ist natiirlich £* = K, und z; wird so gewahlt, dass der Fehler durch Stoppen
wegen einer Abweichung von 9y nur das Vielfache % des Orakelfehlers s%{

betrigt. Spéter leiten wir eine asymptotische Grofenordnung der (zy) her.
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5.38 Definition. Fiir die Regressionsfunktion f und den Punkt zy € RY
definiere die lokale Variation

Vi(f) = sup £ (y1) = f(y2)]

y1.y2€{y:ly—wo|<hi }
und betrachte den Orakel-Typ-Index

k"= inf{k‘ =0,1,..., K -1 | Vk+1(f) > Zk+18k+1} AN K.

Wir interpretieren k* als Orakel, weil der durch Vi abgeschitzte Bias
in 9, dort gerade noch kleiner ist als der stochastische Fehler multipliziert
mit dem kritischen Wert. Die Wahl zx = 1 balanciert gerade Bias und
stochastischen Fehler beim Index k* = K —1, vorher wird z; im Allgemeinen
grofer als Eins sein.

5.39 Satz. Fir den Orakel-Typ-Index k* gilt bei a-Kalibrierung unter der
Null

Ef[(0 — Ope )21 (k < k)] < 2(23 + a)sia.
Beweis. Wir werden k(f), 9x(f) etc. schreiben, um die Abhéingigkeit von der
(k) . Kn(a—X)
i S Kn @=X5)
gilt wl(k) >0 (wegen K >0), >, wl(k) = 1 sowie wl(k) = 0 fiir |x; —xo| > hg
(wegen supp K C {z € R? | |z < 1}). Wir schliefen fiir j < &

Regressionsfunktion zu kennzeichnen. Setzen wir w )

1950) = Ik(F)] < 1950) = u(O)] + [ 3@ — w0l (1)
=1
< |9;(0) = Jx(0)| + max |f(z:) — f(xi)|

1" |z —xo |z —xo|<hi
< 19;(0) = 9 (0)] + Vi(f)-
Daher erhalten wir mit (A + B)? < 242 + 2B? die Abschiitzung

E[((f) = D= (F)*LR(f) < k)]

< 2Vie (f) + 2E[(D(0) — 91 (0)*1(k(f) < k"))
< 2Vp (f)+
k-1
2) E [(1%‘(0) — Up=(0))*1(3 < 5« [9j1(f) = Du(f)] > 2185510 + Zj+13j+1)]
i=0
k-1
<22si+2) E [(ﬁj(o) — Dp(0))*1(3 < j : [9541(0) — D1(0)] > lej+1,z)}
=0

< 227,55 + 2as%,

wobei wir in der vorletzten Zeile die Definition von £* und in der letzten
Zeile die a-Kalibrierung unter der Null verwendet haben. Die Behauptung
folgt nun aus sg= > sk. L]

81



5.40 Korollar. Die kritischen Werte (zi) seien a-kalibriert unter der Null
und so gewdhlt, dass (zxsy) monoton fallend in k ist. Dann folgt mit dem
Orakel-Typ-Index k*

Ef[(0 — 95)?] < (1122 + 20) 3.
Beweis. Aus Lemma 5.35 folgt

E (0 — 0 )21(k > k) < max (238010 + 2i018i01)>
0= 01> K < | max (areserge + Za5i)
Es gilt nun stets s?k < 23%—1—23? < 48% fiir j > k, so dass wir unter Benutzung
der Monotonieannahme die rechte Seite mit (3zx«sj+)? weiter abschiitzen

kénnen. Dies impliziert das Ergebnis durch Addition mit der Abschitzung
aus Satz 5.39. O

5.41 Bemerkung. Die (z;) werden im Allgemeinen bereits selbst konstant
oder monoton fallend in k sein, so dass die Bedingung des Korollars in der
Regel erfiillt ist. Umso stirker ist die Aussage dieses Korollars: der zusétzliche
Fehler durch adaptive Bandweitenwahl ist beschrinkt durch ein Vielfaches
des Orakel-Typ-Fehlers, wobei o und der a-kalibrierte kritische Wert den
Faktor bestimmen. Bei einer konkreten Stichprobe kann dieser Faktor noch
in o optimiert werden; fiir ein allgemeines Versténdnis ist eine asymptotische
Analyse hilfreicher.

Wir stellen nun beispielhaft ein typisches asymptotisches Resultat vor,
weitreichende Verallgemeinerungen, beispielsweise fiir hohere Dimensionen,
irregulére Designs oder nicht-Gaufssche Fehler, sind mdglich.

5.42 Satz. Betrachte den Fuall dquidistanten Designs x; = i/n auf dem FEin-
heitsintervall, Gaupsche Fehler e; ~ N(0,02) sowie xo € (0,1). Weiterhin
seien die Bandweiten hy = hoq®, k = 0,..., K, geometrisch wachsend mit
ho = 1/n, ¢ > 1 und K = |log,(n)] gewdhlt. Dann sind die kritischen
Werte a-kalibriert unter der Null fiir alle o« > 0, falls nur 2z, = (/logn,
k=0,1,...,K — 1, mit { > 0 hinreichend grofi gewdhlt sind (asymptotisch
reicht ¢ > 2). Es folgt fiir alle Holderklassen Ho11(8, L) mit 3 € (0,1], L >0
sup  Eg[(d — f(x0))?) = O(L¥ ) (1 1og n)~2/26+D).
f€H 1)(8,L)

Beweis. Da die Fehler normalverteilt sind, erhalten wir die Gaufsche Kon-
zentrationsungleichung

~ ~ .2
P0<‘79j+1 — ﬁk’ > Zk3j+1,k) < 2e Zk/2.

Aufterdem erhalten wir aus der Analyse von fnyh(xo) fiir die Varianz s? €
[c10?(nh;)~t, Cho?(nh;) ™! mit Konstanten C; > ¢; > 0. Eine Anwendung
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der Cauchy-Schwarz-Ungleichung und die Identitit nh; = ¢’ ergeben

Eo[021(19j11 — O] > 21)] < Eo[03]Y2Po(|0;41 — Dkl > 24)"/?

<
< \/68?672’%/4 < \/6(]1202(]*2]'71*(2/4.

Summation iiber j = 0,..., K — 1 und eine triviale Abschéitzung des Indika-
tors zeigen daher

K-1
Z Eo |:2§?1(E|l <] : ‘ﬁj+1 - 1§l| < lej—i-l,l)} < 020'271_(2/4
7=0

mit einer Konstanten Cy > 0. Dies ist kleiner als acin 1o? < as%{ fiir

¢? > 4(1 + log(acy /C2)/(logn)) = 4 + o(1). Die erste Behauptung folgt.
Nach Korollar 5.40 folgt mit der angegebenen Wahl der kritischen Werte

Ef[(d — J1)*] = Olog(n) (nhy) ).

Fiir f € Hjo11(8, L) ist Vi(f) < L(2hy,)? erfiillt, und somit erhalten wir fiir
den Orakel-Typ-Index mit Konstanten c3,cq4 > 0

th* > 03\/10gn(nhk*)_1/2 =l > C4(L2n/logn)_1/(2ﬂ+1).

Dies impliziert E[(0 — Up)?] = O(L* P+ (n/log n)~28/(2F+1)). Beachte
auch, dass dies zeigt, dass k™ mindestens wie logn wéchst, der Fall £* = 0
also fiir grofse n nie vorkommt.

Andererseits gilt nach Definition fiir £* > 0 auch Vi (f) < zp+sp+ und
fiir den Biasterm im Schiitzer 0. folgt

> ie1 (f(i/n) = f(20)) K. (20 —i/n)
2 i1 Kye (w0 — /)
Damit sind quadrierter Bias und Varianz von - beide von der Ordnung

O(L2/(2/?+1)(n/ log n)—%{(%tl))’ und die Behauptung folgt mit der Unglei-
chung (V — f(20))* < 2(9 — Vg=)* + 2(Vp+ — f(0))*. u

< Vie (f) = O(\/log n(nhy)1/?).

In Lepski (1990) wird bewiesen (fiir den Fall eines Signals in weifem
Rauschen), dass die Rate (n/logn)~2%/2#*D fiir punktweises Risiko mi-
nimax ist bei adaptiver Schéitzung iiber die Familie von Hélderklassen
(Ho,1)(8, L)) ge(0,1]- Bei punktweisem Risiko miissen wir also in der Konver-
genzrate verlieren, wenn wir adaptiv schidtzen wollen, im scharfen Kontrast
zum MISE, wo ja sogar asymptotisch exakte Orakelungleichungen gelten.
Es sei erwdhnt, dass die Lepski-Methode angewendet auf lokale Polynome
oder Projektionsschitzer dieselben Ergebnisse auch fiir Holderklassen mit
B > 1 zeigt. Nur die Definition von Vj, die den maximalen Bias misst, muss
entsprechend angepasst werden. Unsere Idee zur Kalibrierung der kritischen
Werte unter der Null ist inspiriert durch Spokoiny and Vial (2009).
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6 Nichtparametrische Konfidenz

7 Klassifikation und Lerntheorie

7.1 Klassifikation und Bayes-Klassifizierer

Héaufig miissen in der Statistik Entscheidungen zwischen zwei oder mehr Al-
ternativen aufgrund komplexer Daten getroffen werden. Dies fiihrt auf soge-
nannte Klassifikationsprobleme. Beispiele sind Spam-Filter (Klassifikationen
zwischen 'mit Sicherheit Spam’, 'mit Sicherheit kein Spam’ und Klassen da-
zwischen), medizinische Datenanalyse (wie EKG weist auf Krankheit x hin
oder nicht) oder Schrifterkennung (ASCII-Code auf der Basis von Pixelmus-
ter). Hier werden wir nur binére Klassifikation mit Klassen (Labels) -1’ '+1’
betrachten.

Fiir die Modellierung betrachte auf dem Stichprobenraum X (in der Regel
RY) und der zugehérigen o-Algebra Wahrscheinlichkeitsverteilungen P~ und
P*. Bei Vorliegen von Klasse -1’ beobachten wir eine Zufallsvariable X ~
P~, bei Klasse "+1’ jedoch X ~ P7T. Die a-priori-Wahrscheinlichkeit fiir
Klasse "+1" sei w € [0, 1], das heikt die Klasse Y werde geméf 7 gezogen und
danach X ~ P* fiir Y = £1. Nach der Bayesformel folgt mit entsprechenden
Dichten p*, p~ beziiglich einem dominierenden Maf Q:

mp* ()
(1 —m)p~ () + mp* ()
Ziel der Klagsifikation ist es, bei einer Realisierung von X die Klasse Y so
gut wie mdoglich vorherzusagen.

nz)=PY =+1|X=12) =

7.1 Definition. Jede messbare Funktion h : X — {—1,+1} heift Klassifi-
zierer. Thr Klassifikationsfehler ist R(h) := P(Y # h(X)). Durch

. +1, falls n(z) > 1/2, +1, falls mp™ ()
h*(x) = =

>
—1, fallsn(z) <1/2 | -1, falls mpt(z) < (1—m)p (z)

wird der Bayes-Klassifizierer festgelegt. R* := R(h*) heift Bayesrisiko des
Klagsifikationsproblems.

Beachte, dass ein bindres Klassifikationsproblem gerade einem Test ent-
spricht und der Bayes-Klassifizierer dem Bayestest, wenn die beiden mogli-
chen Testfehler gleichen Verlust besitzen.

7.2 Lemma. Fir jeden Klassifizierer h gilt
R(h) — R* = E[|2n(X) — 1[1(h(X) # h*(X))].

Insbesondere besitzt der Bayes-Klassifizierer minimales Risiko. Dariiberhin-
aus gilt R* = E[n(X) A (1 —n(X))].
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Beweis. Durch Bedingen und Einsetzen von n(zx) erhalten wir
P(Y #h(X)|X =2)
=PY =1|X=2)1(h(z)=-1)+ P(Y =-1|X =2)1(h(z) =1)
=1-n(x)+ 2n(z) - D1(h(z) = )
Nun gilt 1(h*(z) = —1) = 1(2n(z) — ), so dass insbesondere P(Y #
(X)X =) =n(z) A (1 —n(x)) und damlt R* =En(X) A (1 —n(X))]
gilt. Weiterhin schlieffen wir

PY #h(X)|X =x) - P(Y #h"(X)| X = 2)
= (2n(z) = DA (h(z) = —1) = 1(h*(z) = —1))
= [2n(z) — 11 (h(x) # B"(2)).

Integration beziiglich der Verteilung von X ergibt

R(h)—R* = P(Y # h(X))=P(Y # h*(X)) = E[|2n(X)—1[1(h(X) # h*(X))].
Der letzte Ausdruck ist offensichtlich nicht-negativ. O

Wir konnen also niemals besser als mit dem Bayesrisiko R* klassifizieren,
weshalb fiir Klassifizierer h auch gerne nur das Fzzessrisiko £(h) := R(h)—R*
betrachtet wird.

7.2 Minimierung des empirischen Risikos

In der Praxis sind P, P~, 7 und n(z) nicht bekannt, der Bayes-Klassifizierer
dient nur als Orakel. Im folgenden wird von der Beobachtung einer ma-
thematischen Stichprobe (X;,Y;)i=1,., mit X; € X, Y; € {-1,+1} und
(X;,Y;) ~ P iid. ausgegangen, der Trainingsmenge. Ziel ist es, aus die-
ser Beobachtung einen Klassifizierer zu konstruieren, der dem Bayesrisiko
(zur Klassenvorhersage bei einer neuen Beobachtung (X,Y’) ~ P) moglichst
nahe kommt. Dafiir ist ein naheliegender Ansatz n(z) iiber einen Regres-
sionsansatz nichtparametrisch zu schitzen und den Schéitzer dann in den
Bayes-Klassifizierer einzusetzen. Dafiir muss allerdings das viel komplexere
Problem der Funktionsschitzung von 7n(z) anstelle des einfacheren Entschei-
dungsproblems {n(z) > 1/2} gelost werden. Dies ist numerisch hiufig sehr
aufwindig und kann auch mathematisch suboptimal sein. Ein direkter An-
satz ist das Konzept der empirischen Risiko-Minimierung (ERM).

7.3 Definition. Das empirische Risiko eines Klassifizierers h bei einer Trai-
ningsmenge (X, Y;)i=1,...n ist gegeben durch

n

Ra(h) := = 1Y # h(Xy)

=1

Ein Klassifizierer hZ%M aus einer Familie H von Klassifizierern heift ERM-

Klassifizierer, wenn R, (REEMY) = miny, ey R, (h) gilt.
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Das Exzessrisiko des ERM-Klassifizierers erlaubt eine Aufspaltung analog
zur Bias-Varianz-Zerlegung

R(RERM) — R* = R(AERM) — inf R(h)+ inf R(h) — R*.
heH heH

stochastischer Fehler Approximationsfehler

Je grofer die Familie H gewdhlt wird, desto kleiner ist der Approximations-
fehler, desto grofer ist jedoch im Allgemeinen der stochastische Fehler. W&hlt
man beispielsweise H als die Familie aller Klassifizierer, so ist jedes h mit
h(X;) =Y; und h(z) beliebig fir x ¢ {X1,...,X,} ein ERM-Klassifizierer,
was zu beliebig schlechtem Risko von A fiihren kann.

7.4 Lemma. Der stochastische Fehler ldsst folgende Abschitzung zu:

R(hEEMY _ inf R(Rh) < 2sup|R,(h) — R(h)|.
heH heH

Beweis. Nach Definition gilt fiir alle b’ € H
R(hy ™) < B (hyy ™) + sup| Rn(h) — R(h)|
heH
< Ry (W) + sup|R, (k) — R(h)]
heH

< R(K) + 2 sup| Ru(h) — R(h)|.
heH

Subtrahiere nun R(h') auf beiden Seiten und bilde das Supremum {iber b’ €
H. O

7.5 Satz. Ist die Familie H = {h1,...,hap} endlich, so gilt fiir jedes 6 €
(0,1) mit Wahrscheinlichkeit 1 — ¢ die Orakelungleichung

P ERMY . \/§7_
R(h, ™) < | min, Rhm) + 4/ 1og(2M/0)

Beweis. Nach dem Lemma erhalten wir fiir ¢ > 0

P(R(ﬁERM) — min R(hn) > t) < P(lglnaéiM]Rn(hm) — R(hm)| > t/2>

M
< Z P(‘Rn(hm) - R(hm)| > t/2)'
m=1

Schreiben wir Ry, (hy) — R(hy) = 130 Z; mit Z; = 1(Y; # hn(X;)) —

E[1(Y; # hm(Xi))] € [-1,1] i.i.d., so konnen wir die Hoeffding-Ungleichung

anwenden und erhalten

M
Z P(|R,,(hm) — R(hi)| > t/2) < oM /8.
m=1

Damit liefert die Wahl ¢ = /2 log(2)//§) das Ergebnis. O
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7.6 Bemerkung. Eine schérfere Variante der Hoeffding-Ungleichung ergibt
auf der rechten Seite y/2 log(2M/6). Unter direkter Verwendung der expo-

nentiellen Momente der Binomialverteilung von R, (h) kann man auch eine
Orakelungleichung im Erwartungswert erhalten:

BRG] < g, Rho) + V255
Fiir allgemeine, unendliche Familien H kann man den stochastischen
Fehler in natiirlicher Weise mit der Theorie der empirischen Prozesse kon-
trollieren. Hierbei ist insbesondere die sogenannte Vapnik-Chervonenkis-
Dimension der Familie H ein wichtiges Maf fiir die Komplexitit von H. Wir
werden im folgenden nur eine spezielle Form der empirischen Risikominimie-
rung betrachten, wo mafkgeschneiderte Methoden zum Finsatz kommen.

7.3 Support Vector Machines

Aus numerischer Sicht ist die Minimierung des empirischen Risikos im All-
gemeinen sehr schwierig, da R, (h) nicht-konvex in h ist (potentiell NP-
vollsténdiges Problem). Die erste Idee, die auf sogenannte Support Vector
Machines (SVM, Stitzvekor-Methoden) fiihrt, ist es daher, ein verwandtes
konvexes Problem zu 16sen. Dabei wird 1(Y; # h(X;)) = 1(=Y;h(X;) > 0)
durch ¢(=Y;h(X;)) mit einer konvexen Funktion ¢ : R — [0,00) ersetzt.
Wir werden im folgenden die in der Praxis am meisten verwendete Funktion
o(x) = (14 x)4 (hinge loss) betrachten.Auferdem gehen wir von {—1,+1}-
wertigen zu reellwertigen Funktionen iiber.

7.7 Definition. Fiir eine konvexe Funktion ¢ : R — [0, c0) und eine Familie
F C{{: X — R messbar} reellwertiger Funktionen setze fiir f € F

Ry(f) :==E[p(=Y f(X))] (-Risiko),
R, (f) = %Z o(=Y;f(X;)) (empirisches -Risiko),
i=1

(zu f assoziierter Klassifizierer),

o) o= {+1, falls f(x) > 0,

>
—1, falls f(z) <0
fmp 1= argmin ey Ry o(f) (verallg. p-ERM-Klassifizierer),
By :=h 7., (-ERM-Klassifizierer).
7.8 Lemma. Fir den Bayes-Klassifizierer h* und fir hinge loss ¢(x) =

(1 + 37)4_ gllt
R,(f) = Ry(h") = 2R".

min
[:X—R messbar
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Beweis. Durch Bedingen erhalten wir

Elp(=Y f(X) [ X =a] = (1 + f(2))+ (1 —=n(x)) + (1 = f(2))4n(z)

= (

= 2(n(z) A (1 =n(x))),

wobei wir (1+A)++(1—A); > (1+A4)+(1—A) = 2 verwendet haben. Es gilt
Gleichheit genau dann, wenn f(xz) = —1 im Fall n(z) < 1/2 bzw. f(z) = +1

im Fall n(z) > 1/2 erfiillt ist. Also minimiert der Bayesklassifizierer h*(x)
diese bedingte Erwartung, und es folgt R,(f) > R, (h*) = 2R*. O

Die zweite Idee, die SVMs attraktiv machen, ist ein allgemeiner Ansatz
zur Wahl der Klassifizierermenge. Er beruht auf einer Transformation der
Daten (X;) in den sogenannten Feature-Raum mittels Kernen. Dazu sind
mathematische Vorarbeiten notig.

7.9 Definition. Eine Funktion k£ : X x X — R heilst reproduzierender Kern
fiir einen Hilbertraum W von reellwertigen Funktionen auf X, falls

(a) Ve e X @ k(x,e) € W;
(b) Ve e X, feW : f(x)=(f,k(z,e))w (Reproduktion).
In diesem Fall heikt W auch RKHS (reproducing kernel Hilbert space).

7.10 Lemma. Es gilt (k(x,e),k(2',¢))w = k(z,2’) sowie sup,cy|f(x)] <

LFllw supgex /(2 2).

Beweis. Die erste ITedentitdt folgt aus der Reproduktion (f,k(z,e))w =
f(2") angewendet auf f(y) = k(z,y). Daraus folgt die Abschéitzung mit der
Cauchy-Schwarz-Ungleichung:

sup f(z)* = sup(f, k(z, )% < | flffy sup|[k(z, o)[fy = /] sup k(z, ).
zeX rzeX reX rzeX

O

7.11 Beispiele.

(a) Die (beziiglich Lebesguema®) quadrat-integrierbaren Funktion L?(X)
bilden keinen RKHS, weil die Punktauswertungen f +— f(x) nicht ste-
tig beziiglich L? sind. Deshalb sind die Elemente von L?(X) natiirlich
auch nur f.ii. festgelegt.

(b) Bildet 1, ..., @k ein Orthonormalsystem beziiglich L?(X), so ist

K
k(z,y) == Zakgok(x)gok(y) fiir beliebige aj > 0
k=1
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ein reproduzierender Kern von W = span(y1, ..., ¢x) beziglich

K
(fro)w = a (fr0r)12(9, ex) 12

k=1

Dies folgt mit f € W sofort aus

K K
(f k() w =Y ar (fou) 2 > ailen or) r2oi(x)
1

k=1 =

K

= (fren) r2en(n) = f(2).
k=1

Dies lésst sich auf unendliche Reihenentwicklungen (K = oo) verallge-
meinern, sofern k(x, y) wohldefiniert ist. Ein wichtiges Beispiel dafiir ist
die Fourierbasis (¢y) mit (ax) € £, insbesondere fiihrt a; = (1+k2%)~*

fiir s > 1/2 auf den RKHS W = per([O 1]).

Betrachte W = {f : [0,1] — R | f(0) = 0, fo f'(x)*dz < oo}, wobei
die Ableitung im schwachen Sinne existieren moge. Dies ist beziiglich
(fyg)w = (f',¢') 12 ein Hilbertraum. Mit k(x,y) = z Ay gilt k(x,) €
W sowie

(f k(z,0))w /f x)dr = f(x).

Also ist k ein reproduzierender kern von W. Beachte nun, dass
k(xz,y) = E[B;B,] gerade die Kovarianzfunktion der Brownschen
Bewegung B ist und W gerade der Cameron-Martin-Raum aus der
stochastischen Analysis. Im Sinne der stochastischen Integration gilt
E[{f, B)yw(g, B)yw] :=E[[ f'dB [ ¢dB] = ([, g)w. Allgemeiner fiihren
zentrierte Gaulprozesse auf & iiber die Kovarianzfunktion als Kern zu
RKHS, die auch in der Theorie der Gaufsprozesse eine tragende Rolle
spielen.

Gegeben sei eine symmetrische, positiv-definite Funktion k£ : X x X —
R, das heift k(z,y) = k(y, ) und 377", ok (zi, 25) > 0 mit Gleich-
heit nur fir o = --- = a,, = 0 fur alle z,y,z;, € X, a; € R, n € N,
Betrachte W = span(k(x1,e),...,k(zn,e)) fiir paarweise verschiede-
ne i,...,x, € X. Fir f = > ", aik(x;,e) gilt dann f(z;) =
Yoy oik(x, ) = (f, k(xj,e))w, wenn man fiir f =37 a;k(z;,e),
g = Y. Bik(xi,e) definiert (f,g)w = S, ciBjk(zi, ;) = oK
mit K = (k(x;,2;))i j=1,. n. Auf diese Weise kann aus k& und Punkten
x1,...,%, ein zugehoriger RKHS W erzeugt werden, was in den An-
wendungen von SVM der hiufigste Zugang ist. Populdr ist der Gaufs-
sche Radialkern k(z,y) = e~|#=4*/7* mit 4 > 0 geeignet, wo W gerade
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aus Linearkombinationen d-dimensionaler Gaufischer Glockenfunktio-
nen besteht. Der bilineare Kern k(x,y) = (x,y)ga fithrt geometrisch
auf den Raum W der Abstandsfunktionen zu den Hyperebenen mit
Normalenvektoren ), a;x;. Eine unendlich-dimensionale Version er-
gibt sich aus dem Integraloperator mit Kern k, wobei der Satz von
Mercer aus der Funktionalanalysis gerade iiber die Eigenfunktionen
den Zusammenhang mit (b) herstellt.

7.12 Satz. (Darsteller-Eigenschaft) Es seien W ein RKHS beziglich k :
X xX —=R, d:R — R streng monoton wachsend und G : R™ — R beliebig.
Dann besitzt fiir x1,...,x, € X jede Lésung des Minimierungsproblems

G(f(x1), ..., f(zn)) + (]| fllw) — min!
few
die Form f(z) =" | a;k(z;, x) mit oy € R geeignet.
Ist G konvex und nicht-negativ, so existiert fiir jedes A > 0 eine eindeutige
Losung des Minimierungsproblems

G (@), (@) + NIy — min!

Beweis. Betrachte V' := span(k(z1,e),...,k(zn,e)) und V1 = {u €
W|Vv € V : (u,v)yyr = 0}. Dann gilt fiir u € V* offenbar u(x;) =
(u, k(zi,0))w = 0. Fiir jedes f = u+v € W mit u € Vv € V gilt
also

Vi=1,...,n: flzi) =v(), [FIF = luliy + vl

Ist daher solch ein f = u 4 v Losung des Minimierungsproblems, so muss
u = 0 gelten, weil andernfalls das Kriterium bei v kleiner ist als bei f. Dies
zeigt f € V und die erste Behauptung.

Wenn G konvex und nicht-negativ ist, so trifft dies auch auf f — K(f) :=
G(f(x1),..., f(@n)) + Al f]|% als Komposition und Summe konvexer Funk-
tionen zu. Dariiberhinaus gilt fiir f € W mit A||f||%, > G(0,...,0) natiirlich
K(f) > K(0). Damit existieren f,, € W mit || f,|lw < A~Y2G(0,...,0)1/?
und K(f,) — mingew K(f). Die Zerlegung f,, = un, + v, mit u, € V4,
vp, € V zeigt wie oben v, — minscy K(f). Nun liegt aber (vy,) in dem kom-
pakten endlich-dimensionalen Ball {v € V | ||Jva|lw < A~Y2G(0,...,0)Y/?},
und jeder Haufungspunkt von (v,) 16st das Minimierungsproblem. Wiren
f1, fo zwei verschiedene Losungen des Minimierungsproblems, so wiirde fiir
f= %( f1 + f2) nach der Parallelogramm-Identitéit gelten

IFI5 = 2CIATY + 20 £l — 1A = £05) < 315 + 105 )-

Wegen der Konvexitét von G folgte daraus K(f) < 3(K(f1) + K(f2)) (K
ist sogar strikt konvex), im Widerspruch zur Minimalitat bei fi, fo. Also ist
die Losung eindeutig. O
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7.13 Definition. Fiir einen reproduzierenden Kern kX x X — R eines
RKHS W und A > 0 setze

. ) 1 &
ffVM = argmin gy || £y <A (H Z(l - }/;f(X’L))-l—)
i=1
Dann ergibt iLEVM = hfsvzu den zugehorigen SVM-Klassifizierer (support

vector machine, Stitzvektor-Klassifizierer).

Fiir SVMs wéhlt man also einen Ball F = {f € W ||| f|lw < A} in einem
RKHS W auf X mit Radius A > 0 als (verallgemeinerte) Klassifiziererfamilie.
Nach der Lagrange-Theorie ergibt sich dann als ¢-ERM-Klassifizierer fiir
N > 0 geeignet

pSVM argmin peyy, (Rmp()\)(f) + )\/”fH%/V)

Wie zuvor beim Schétzen erhalten wir den Klassifizierer durch Minimierung
eines penalisierten Datenfehlers, wobei A bzw. X’ die Rolle eines Glattungs-
parameters spielt.

Nach dem  Darsteller-Satz  ldsst sich wegen Ry ,(f) =
G(f(X1),...,f(Xy)) das zweite Minimierungsproblem nun als endlich-
dimensionales Problem nur in dem Kern schreiben. Auferdem gilt
nach dem Lemma Y, a;k(z;, )% = > Qi K (g, z5), so dass mit
fSVM — Yo &K (X, e) fiir die Koeffizienten & = (4, ..., &y,) gilt:

1 n n n
& = argmin, cpn (7 Z (1—Y} ]Z::l a; K (X5, Xj)>+—|-)\/ 'Zl a;, o K (X, Xj))

n -
=1 ,]=

Beachte, dass in dieser Charakterisierung der RKHS W nicht mehr erscheint
und nur ein endlich-dimensionales Optimierungsproblem zu 16sen ist.

Betrachte nun 1 := {i = 1,...,n|Y;f5YM(X;) < 1}. Dann ist f5VM
auch Losung des Minimierungsproblems

. ) 1
f;fVM = argmin ey (a Z(l = Yif(Xi))+ + XHfH%/V)
el

Der Darstellersatz impliziert daher f5VM — Yicr MK (X, e), so dass die
Koeffizienten &; gleich Null sind, die zu signifikant korrekt klassifizierten
Beobachtungen (X;,Y;) im Sinne von Y;f,(X;) > 1 gehoren. Es liegt also
hiufig eine sparsame (sparse) Darstellung von f2VM vor. Man nennt (X;)ics
die Stitzvektoren (support vectors).

Fiir die Interpretation ist es sinnvoll, dass Minimierungsproblem weiter
aquivalent umzuschreiben in

. ‘ 1<
(frp€) = argmin repy ecio,00)m vieY; F(X,) 316 (A/HfH%/V +o Zfz)
=1
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Beachte, dass die Nebenbedingungen an ¢ sicherstellen, dass & > (1 —
Y; f(X;))+ gilt, so dass & = (1 — Y;f(X;))+ und damit die Aquivalenz mit
dem urspriinglichen Problem folgt.

Werden alle (X;,Y;) signifikant korrekt Kklassifiziert im Sinne von
VifSVM(X;) > 1, so folgt € = 0 und fEEM minimiert die Norm ||f|w
unter allen signifikant korrekten Klassifizierern f € W. Das ist durch Um-
skalieren dquivalent dazu, bei gegebener Norm || f||w den sogenannten mar-
gin min; (Y; £5VM(X;)) zu maximieren. Diejenigen Beobachtungen (X;) mit
ij;fVM(Xj) = min; (V; f3VM(X;)) sind gerade die Stiitzvektoren. Im All-
gemeinen wird f2VM nicht alle Punkte korrekt klassifizieren, was iiber den
Term %Z?:l & bestraft wird. Diese Penalisierung ist ein Maf fiir den Ge-
samtabstand der allgemeinen Stiitzvektoren, das heifst der Punkte auf der
falschen Seite des durch die korrekt klassifizierten Punkte bestimmten mar-
gin. Im Vergleich zur linearen Diskriminanzanalyse, die auf empirischem Mit-
telwert und Kovarianzmatrix beruht, wird die Klassifikation mit SVMs nicht
durch alle Beobachtungen, sondern nur durch die kritischen Stiitzvektoren
in der Nédhe der Entscheidungsgrenze bestimmt. Der Kern-Trick erlaubt dar-
iiberhinaus eine nichtlineare Entscheidungsgrenze in &', die jedoch im Fea-
tureraum span(k(Xy,e),...,k(X,,e)) linear ist.

Wir werden nun eine Orakelgleichung flir SVM beweisen. Damit erhalten
wir eine Kontrolle des stochastischen Fehlers. Der Approximationsfehler ist
stark vom betrachteten Problem und der Wahl des Kerns abhédngig und
wird nicht weiter abgeschétzt. Fiir eine allgemeine Theorie und eine Analyse
der Wahl des Parameters A > 0 sei auf Steinwart and Christmann (2008)
verwiesen.

7.14 Satz. Fir den SVM-Klassifizierer HEVM im RKHS W beziiglich einem
Kern k und mit Radius X > 0 gilt

E[hy M) - R*

N

inf R,(f)— R*) + 8AE[k(X, X)]"/?n~1/2.
(| inf_, Ber) = R") + BAE[K(X, X)]

Beweis.
(a) Zunichst bemerken wir mit ¢(x) = (1 + z)4+
R(EEVM) = P(—YffVM(X) >0) < ]E[(l—YfSVM(X))+] _ Rw(fﬁq‘/M)

Wir erhalten also

RWSVMY — R* < R,(f5VM)y — inf R,(f)+ inf R, (f)— R*.
( ) ol )~ i Bl it Bol)

Nun gilt wiederum (Beweis wie oben):

Ry(f3VMy — inf R,(f) <2 sup |Ruu(f) — Ro(f)l.
[1f 1w <A £ 1w <A
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Wir miissen also nur noch zeigen:

E[ sup |Rn,(f) — Ro(f)]] < 4Xsup /k(z, z)n /2

ILf Il <A zeX

Wir verwenden nun ein Symmetrisierungs- und Kontraktionsargu-
ment, um das Supremum abzuschétzen. Dazu sei (X/,Y/)i=1 ., eine
Phantom-Stichprobe (ghost sample), das heift, (X!, Y/)i=1 .n sei auf
demselben Wahrscheinlichkeitsraum wie (Xj, Yi)i—1,...»n deﬁmert, besit-
ze die gleich Verteilung, sei aber unabhéngig von (Xj,Y;)i=1, . ». Dann

gilt nach Jensenscher Ungleichung und sup, E[Z;] < E[sup, Z;]

n

E[ sup |- 3 (p(-¥ir(X0) ~ Ele(-Y{ (X))

Hf”Wg)\ ni 1

<E[ s \f Vi (X0) — (=Y £(XD))]|

Ifllw <A ' T

Weiterhin existiere eine Rademacherfolge (0;)i=1,.. n, also P(o; =
+1) = 1/2 und (0;) unabhingig, die auch unabhingig von
(X5,Y)i=1,.n und (X/,Y/)i=1 ., ist. Nun sind £(p(-Yif(X;)) —

o(=Y/f(X]))) identisch vertellt und damit ebenso verteilt wie
oi(p(=Yif(Xi)) — o(=Y/f(X]))). Dies zeigt

E[ sup [Rn,(f) — Ro(f)l]
1w <A

{ sup ‘Zn:al ))fl)H

Ifllw<x '

Wir verwenden nun das Kontraktionsprinzip (Ledoux and Talagrand
1991, Thm. 4.12): Ist ¢ : [-1,1] — R eine Kontraktion, also |¢(x) —
Y(y)| < |z —y| und ¥(0) = 0, so gilt fiir jede Familie G C {g :
X x {—1,+1} — [—1,1] messbar}

Fiir (u) = (@([flloow) = 1/ flloc und g(z,y) = —yf(x)/[Iflle €

[—1, 1] erhalten wir so

E[ suw ‘*Za, HfHoo)_lung[ sup llgaYHJ;(’i)

Iflw <At T Ifllw<x !

[sup —Zalw (X, Y)) H 2K [sup —Zalg (X5, Y|l

geg 9g€g

]



und die Konstante ||f||o fillt weg. Nun ist 0;Y; wie o; verteilt, und
wir haben insgesamt gezeigt

Bl sw [Raolf) = Rl )] <4E[ s LS oi(x0)

(¢) SchlieRlich profitieren wir noch von der Hilbertraumstruktur des RK-
HS, indem wir mit der Cauchy-Schwarz-Ungleichung abschétzen:

" 2
‘f o; = sup ‘f <fink(Xi7°>>W’
HfHW<)\ Z [[Fllw <A
1 i
< s If | D ouh(x:
[ Fllw <A i=1 w
1 n
— /\QE Z oioik(X;, X;).
ij=1

Dies impliziert wegen E[o;0;] = 0;

[ sup ‘—Zalf } [ ZUng XZ-,Xj)r/2

HfHWg)\ i,7=1

= V2 E[k(X, X)).

Zusammen mit den obigen Uberlegungen ergibt dies die Behauptung.

O

7.15 Bemerkung. Der Restterm ist von der Ordnung O(n=/?) in n, die
Komplexitit der Klassifiziererfamilie wird durch AE[k(X, X)]'/? kontrolliert.
Offensichtlich sollte der Radius A so gewdhlt werden, dass Approximations-
fehler und stochastischer Fehler sich in etwa austarieren. Eine adaptive Wahl
von A wird héufig iiber ein Kreuzvalidierungskriterium getroffen.
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